L) Aol jRagal) 4 501 Jad) 4y ) sgeanl)
République Algérienne Démocratique et Populaire
alall ndl g el aledll ) 3

Ministére de I’e'hseignement supérieur et de la recherche scientifique

il
Université Mohamed Khider — Biskra ; : < 2 4
%‘/M * e e “"f‘*
Faculté des Sciences et de la technologie /%‘/ :!‘ [FENPAPESA PP LS WIS
Rd S Aoby S dwaidl e

Département :...Génie électrique

Uy R N |

These présentée en vue de I’obtention
Du diplome de

Doctorat en sciences en : Geénie électrique.

Spécialité : Automatique

Utilisation des réseaux de neurones dans ’estimation

et la prédiction des signaux.
Application a la séparation aveugle de sources

Présentée par :
Mostefa Mohamed TOUBA

Soutenue publiquement le

Devant le jury composé de :

Mohamed BOUMEHRAZ M.CA Président Université de BISKRA

Abdenacer TITAOUINE Professeur  Rapporteur Université de BISKRA
Université de Valenciennes et du Hainaut
Cambrésis- France

Djamel SAIGAA Professeur = Examinateur Université de M’Sila

Abdelmalik TELEB-AHMED Professeur Examinateur




Remerciements

Tout d'abord, je tiens a remercier trés vivement Pr. TITAOUINE Abdenacer pour avoir

accepté d'étre rapporteur de cette these.

Je remercie trés chaleureusement Pr. TITAOUINE Abdenacer Pr. Mellas MEKKI et Pr.

Abdelmalik TALEB-AHMED pour leur soutien constant, leurs conseils et leurs

encouragements qui m'ont permis de mener ce travail. Qu'ils trouvent ici I'expression de

toute ma reconnaissance.

J'adresse mes sincéres remerciements a Messieurs Mohamed BOUMEHRAZ, Djamel

SAIGAA, et Ammar MEZAACHE pour l'intérét qu'ils ont accordé a mon travail et pour avoir

accepté de participer a ce jury.

Je voudrais remercier tres chaleureusement Pr. Abdelmalik TALEB-AHMED qui fait

preuve de sa gentillesse et patience, et pour son accueil distingué au sein du laboratoire
LAMIH, université de valenciennes et du Hainaut Cambrésis-Valenciennes-France. Je
voudrais également adresser un salut amical a mes amis avec qui j'ai partagé de bons

moments.

Je termine par un grand merci a toute ma famille pour le soutien qu'elle m'a apporté

tout au long de la préparation de cette these.




A ma famille




Résumé

Dans cette these, nous proposons un nouvel algorithme de séparation aveugle de
sources, basé sur I'optimisation de l'information mutuelle sous contraintes. Le probleme
d'optimisation sous contraintes est résolu par passage au probleme dual.

L'estimateur proposé du gradient utilise I'estimation des densités de probabilité par
maximum de vraisemblance est réseaux de neurones MLP pour des modeles de lois
exponentielles choisis par minimisation du critere AIC. Ensuite, la méthode a été
généralisée a l'ensemble des divergences entre densités de probabilité. Nous montrons
que l'algorithme utilisant la modélisation neuronale de la loi de probabilité a de bonnes
performances d’estimation des signaux sources.

Nous proposons aussi un algorithme de séparation aveugle de sources de mélange
Post Non Linéaires (PNL) en utilisant un réseau de neurones multicouches. La procédure
consiste a la fois a compenser les nonlinéarités du modele PNL et d’estimer les sources
tout en maximisant un critere d’entropie des signaux de sortie.

Nous illustrons les performances des algorithmes proposés pour des signaux simulés

dans I'’environnement MATLAB.

Mots-clés :

Réseaux de Neurones, Perceptron Multicouches, Séparation Aveugle de Sources, Analyse

en Composantes Indépendantes, Information Mutuelle, Divergence de Kullback-Leibler.
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Résumé

Abstract :

In this thesis, we propose a new algorithm for blind source separation based on mutual
information optimization under constraints. The constrained optimization problem is
solved by passing to the dual problem.

The proposed gradient estimator uses density estimates by maximum likelihood and
MLP neural networks on models of exponential laws chosen by minimizing the AIC
criterion. Then, the method was generalized to all Divergences between probability
densities. We show that the algorithm based on neural modeling of the probability
densities have good performances in estimating the source signals.

We also propose an algorithm for blind source separation of Post Nonlinear mixtures
using a multilayer neural network. The procedure consists in both compensating the
nonlinearities in the PNL model and estimating the source signals while maximizing the
entropy of the output signals.

We illustrate the performance of the proposed algorithms to simulated signals in

MATLAB environment.

Keywords :

Neural Networks, Multi-layer Perceptron, Blind Source Separation, Independent

Component Analysis, Mutual Information, Kullback-Leibler Divergence.
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Notation et Abréviations

Notations et Abréviations

SAS : Séparation Aveugle de Sources
ACl : Analyse en Composantes Indépendantes
Pdf : Probability Density Function

s : Vecteur source

x : Vecteur mélange

ps(s) : Loi de probabilité d’un vecteur s
A : Matrice de mélange linéaire

B : Matrice de séparation

y : Vecteur des sources estimées

E :Espérance mathématique

E': Moyenne temporelle

I,, : Matrice identité de dimension n
EVD : Eigen-Value Decomposition

[l .]| : Norme 2 d’un vecteur ou matrice
PNL : Post Non-Linéaire

F : Transformation nonlinéaire

N : Nombre d’échantillons

p : Nombre de sources

G : Transformation inverse

i.i.d : indépendants et identiquement distribués
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P: Matrice de permutation

D : Matrice d’échelle

I : Transformation non triviale

3 : Ensemble des transformations triviales
M : Ensemble particulier de transformations
EQM : Erreur quadratique moyenne
SNR : Rapport Signal sur Résidus
kurt(.) : Kurtosis

H(.) : Entropie

In(.) : Logarithme népérien

IM : Information Mutuelle

I1(.) : Information mutuelle

Dy, : Divergence de Kullback-Leibler
L(.) : Fonction de vraisemblance
det(.) : Déterminant d’'une matrice

Y (.) : Fonction score marginale

MSF : Fonction score marginale

¢@(.) : Fonction score conjointe

JSF : fonction score conjointe

B(.) : Différence des fonctions score
SFD : Différence des fonctions score
k(.) : Noyau

h : Parameétre de lissage

V : Opérateur gradient

o}, : Variance de la variable aléatoire y;
MLP : Multilayer Perceptron

sgm(.) : Fonction sigmoide

d : Dimension du modeéle exponentiel de pdf
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Cdf : Fonction de répartition

Fy( ) :Fonction de répartition

Ula, b] : Loi uniforme sur l'intervalle [a,b]

N(a, b) : Loi normale de moyenne a et de variance b

sin : Fonction sinus

tri : Fonction triangle

carré : Fonction carré

W : Matrice des poids de la couche de sortie du réseau MLP
W, : Matrice des poids de la couche d’entrée du réseau MLP
g(.) : Fonction d’activation de la couche cachée

0 : Vecteur des biais de la couche cachée du réseau MLP
a(.) : Fonction d’activation de la couche de sortie

n : Parametre d’apprentissage du réseau MLP

tanhii) : Fonction tangent hyperbolique

signe : Fonction signe
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Introduction Générale

CHAPITRE 1

Introduction Générale

1.1. INTRODUCTION

La SAS est un probleme général en traitement du signal, dont le principe
consiste a retrouver un ensemble de signaux inobservables dits « signaux sources »
a partir d'un ensemble de signaux observables dits « observations ». Ces
observations sont souvent des mélanges de ces sources et proviennent de
capteurs comme par exemple des microphones, sondes, accélérometres,
antennes, caméras, ... etc. Nous pouvons observer sur chaque capteur, la sortie
d'un systeme réalisant le « mélange » des signaux sources. La nature du mélange
et le milieu de propagation de ces sources sont généralement inconnus. Aucune

information n'est donc disponible sur les sources ni sur les mélanges. Vu ces
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Introduction Générale

ambiglités, il est difficile voire impossible de retrouver les sources sans faire
quelques hypotheses
Dans cette these le theme abordé vise la puissance des réseaux neuronaux
(voir [B1] pour plus de détails) qui réside dans le fait qu'ils peuvent étre utilisés
pour déduire une fonction a partir d'observations. L'apprentissage dans les
réseaux de neurones est particulierement utile dans les applications ou la
complexité des données ou des taches rend la conception de ces fonctions
manuellement non pratique. On peut classer les taches des réseaux de neurones
en 3 grandes catégories :
1. Approximation des fonctions, Analyse de régression y compris la
prédiction et modélisation des séries temporelles.
2. Classification, qui contient principalement la reconnaissance des
formes et des séquences.
3. Traitement des données, Filtrage, Clustering, et séparation aveugle de

sources.

Ces 3 grandes catégories comprennent les applications telles que:
Identification et controle de systemes dynamiques, les systemes radar,
authentification de visages, reconnaissance vocale, reconnaissance de caracteres,

diagnostic médical, analyse des données financieres, ...etc.

1.2. ETAT DE I'ART

La Séparation Aveugle de Sources, SAS (BSS: Blind Source Separation), se
réfere a une large classe de méthodes de traitement du signal et d’'image dont le
but est d’extraire des sources superposées d'un ensemble de mélanges sans

presque aucune connaissance préalable ni sur les signaux sources ni sur I'ensemble
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Introduction Générale

de mélange. Dans des applications biomédicales, la SAS est utilisée pour I'analyse
des signaux électroencéphalographiques (EEG), magnéto-encéphalographiques
(MEG), électrocardiographiques (ECG) et des signaux IRMf(Imagerie par
résonnance Magnétique Fonctionnelle).

Ce probleme se rencontre aussi dans plusieurs autres applications [L6, L7, L26,
L34] : radio - communication, séparation des signaux sismiques, monitorage des
réacteurs nucléaires, surveillance des aéroports, rehaussement de la parole ...etc.

La Séparation Aveugle de Sources (SAS) ou Analyse en Composantes
Indépendantes (ACI) est un sujet relativement nouveau en traitement du signal qui
a été Introduit en milieu des années 80 par les travaux d'Ans, Hérault et Jutten [L8,
L19, L18], alors qu'ils travaillaient sur un probléme biologique (voir [L9] pour notes
historiques sur la SAS). Le probléme consiste a récupérer des signaux indépendants
non observées a partir de mélanges de celles-ci, comme cité précédemment, sans
connaissances préalables ni sur les signaux source d'origine, ni sur le systeme de
mélange (d'ou le terme aveugles). En dehors de I'invariance de la transformation

au cours du temps, nous pouvons distinguer les contextes suivants :

- La nature de la transformation ( F ): Linéaire, non linéaire, linéaire

convolutive, non linéaire convolutive, post non linéaire, ...etc.

- LUinstantanéité du systeme (F ) : instantané ou convolutif.

Diverses informations peuvent étre utilisées dans un but d’identification de F
ou de son inverse. Par exemple, des connaissances a priori peuvent étre

disponibles sur le systeme de mélange (modele physique, . . . ). Dans d’autres cas,
il est possible de disposer a la fois des entrées et sorties du systéme F. Dans le cas
ou aucune information a priori n’est disponible on se trouve dans le cadre dit

aveugle, ce qui signifie, d’'une part qu’aucune connaissance n’est disponible sur F

en dehors des hypotheses de structure (c’est-a-dire de modele), et d’autre part

3



Introduction Générale

que les sources sont inobservables. Ce défaut de connaissance est toutefois
compensé par une hypothese statistique forte qui est celle d’indépendance
mutuelle des sources.

Les hypotheéses sur les propriétés statistiques des sources sont généralement
la base des algorithmes de Séparation [B2]. Certaines hypothéses sont :

- Lindépendance statistique des sources [L1, L16],
- Sources statistiquement orthogonales [L13],
- Sources non stationnaires [L22].

L'équivalence entre I’ACI et la SAS disparait dés que I'on quitte le domaine
linéaire. Nous citons I'exemple présenté dans [NL3]. L'exemple montre que les
systemes non-linéaires peuvent garantir l'indépendance des sorties sans les
séparer. Bien que les mélanges non linéaires ne soient pas séparables dans le cas
général, nous pouvons toujours trouver des sous-classes qui sont séparables. Un
exemple est celui des mélanges Post-non linéaire (PNL), qui ont été introduit par
Taleb et Jutten [NL3]. Dans ces mélanges, un mélange instantané linéaire est suivi

par des non-linéarités inversibles.

Un mélange non linéaire (instantané), dans sa forme générale, est une

transformation, x = F(s), ou x et s désignent les vecteurs d'observation et de

sources, respectivement. Il faut alors trouver une autre transformationy = G (x)
telle que les composantes de y soient indépendantes (ACI). Cependant, dans les
transformations non linéaires, l'indépendance ne signifie pas la séparation des
sources (SAS). En effet, les mélanges non linéaires ne sont pas séparables, et
I'hypothese d'indépendance statistique des sources n'est pas assez forte pour

aboutir a leur séparation. En d'autres termes, pour des mélanges non linéaires,
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Introduction Générale

une solution totalement aveugle n'est pas possible. Il faut avoir d’autres
informations supplémentaires, par exemple sur la structure du mélange.

Les mélanges non linéaires ont été beaucoup moins étudiés dans la littérature
[NL8, NL15, NL12, NL3, NL13], et jusqu'a présent peu de résultats sont disponibles.
Une des raisons est bien sar la difficulté mathématique des systemes non linéaires,
mais une autre raison importante est le fait que les mélanges non linéaires ne sont
pas séparables. Le probleme remonte aux travaux de Christian Jutten [th1], quand
il a utilisé des mélanges non linéaires afin d'évaluer la robustesse et les
performances de I'algorithme HJ [L8].

Pajunen et al. [NL15] ont utilisé les Cartes auto-organisatrice de Kohonen
(SOM : Self Organizing Maps) afin de séparer des mélanges non linéaires. Les SOM
[B1] est une méthode trés connue, qui est capable d’approximer une
transformation non linéaire d'une maniéere non supervisée. L'une des difficultés de
cette approche est de chercher a créer des sorties uniformément distribuées. Pour
résoudre ce probléme, dans [NL14] un mappage topographique génératif (GTP :
Generative Topographic Mappings) a été utilisé comme une alternative au SOM
[B2]. Dans cette approche, les sources peuvent avoir n'importe quelle distribution
a condition d’étre connue a priori.

Déco et Brauer [NL9] ont également abordé le probleme, en imposant une
condition de préservation de volume sur les transformations non linéaires. Yang et
al. [NL12] ont étudié le probleme pour des types spéciaux des mélanges non
linéaires, avec I'hypothése que les non-linéarités inverses peuvent étre estimées a

I'aide d’un perceptron a deux couches.

Valpola et al. [NL11, NL10] ont proposé une approche méthode de séparation

ou la transformation de s a x est modélisée par un perceptron multicouches
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Introduction Générale

(MLP : Multi Layer Perceptron), et I'apprentissage de type Bayésien dans ce cas est
non superviseé.

Les mélanges post non linéaires introduits par A. Taleb et C. Jutten [NL3, NL2]
comme des mélanges réalistes, présentent clairement I’"hypothese de structure.
Ces mélanges ont également été considérés dans d’autres travaux [NL21, NL18].
Dans [NL3], les auteurs ont utilisé I'information mutuelle des sorties comme critére
de séparation et afin de compenser les non linéarités un MLP est utilisé pour
modéliser les transformations inverses. Dans [NL2], une approche non
paramétrique a été développée pour l'estimation des non linéarités. Cette

approche a été étudiée en détail dans [NL21].

Dans notre travail nous considérons les deux types de mélanges : linéaire et le
modele Post Non Linéaire (PNL). L'Information Mutuelle (IM) (MI: Mutual
Information) des sorties est prise comme critére de séparation. En effet,
I'information mutuelle est une mesure de dépendance de variables aléatoires, et
ce n‘est que la divergence de Kullback-Leibler entre la fonction de densité de
probabilité (PDF : Probability Density Function) conjointe et le produit des densités
de probabilités marginales de ces variables aléatoires. Les algorithmes de
séparation de ce type de mélanges non linéaires utilisant I'information mutuelle
comme critere d’optimisation ont fait I'objet de plusieurs travaux [NL31, NL32,
NL33, NL34, NL35, NL36], et les parametres du systeme de séparation sont
déterminés en minimisant ce méme critére. Il est important de noter que le
gradient de I'IM n’est rien que la différence des fonctions score (SFD : Score
Function Difference). La SFD est calculée a partir de la fonction score marginale
(MSF : Marginal Score Function) et la fonction score conjointe (JSF : Joint Score
Function), et les deux nécessitent soit la connaissance préalable des lois de

probabilité des sorties soit leurs estimations.

[
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Afin de montrer leur puissance dans I'estimation des signaux dans le domaine
de séparation aveugle de sources, les réseaux de neurones artificiels ont été
utilisés dans toutes les étapes de séparation a partir de I'estimation des fonctions
de densité de probabilités a I’estimation des transformations de compensation des
nonlinéarités au niveau de |'étage de séparation. Cette idée présente un indice de

performances treés remarquable vis-a-vis la qualité d’estimation.

1.3. PLAN DU DOCUMENT

Ce manuscrit se divise en six chapitres et une annexe. Le présent chapitre
constitue une introduction au probleme traité, et un état le I'art est rapidement
exposeé.

e Chapitre 2

Ce chapitre est consacré dans sa totalité aux problemes de séparation aveugle
de sources et l'analyse en composantes indépendantes. Nous présentons les
modeles mathématiques de quelques représentations rencontrées en littérature.
Nous exposons aussi, les notions d’ambiguités et de prétraitement souvent
présentes dans la procédure de séparation. Nous terminons ce chapitre par une
présentation détaillée des deux types de mélanges : linéaire instantané et post-
nonlinéaire. Nous discutons aussi la séparabilité de ces deux types de mélanges.

e Chapitre 3

Dans ce chapitre, nous présentons quelques critéres de séparation de sources
qui exploitent I'indépendance statistique tels que : la non-gaussianité, la fonction
de vraisemblance, et I'information mutuelle. Nous introduisons aussi la notion de
la divergence de Kullback-Leibler comme msure de distance entre fonction de

probabilité.

IN
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e Chapitre 4

Dans ce chapitre nous évoquons, essentiellement, les techniques de la SAS
basées sur le critere de I'information mutuelle. Pour cela, nous commencerons par
introduire la notion de fonctions score qui constituent la base de plusieurs
algorithmes de séparation. Ensuite, nous présentons la technique du gradient pour
la minimisation de l'information mutuelle et ceci pour les types de mélanges :
Linéaire instantané et Post-nonlinéaire.

e Chapitre 5

Ce chapitre comprend les contributions de ce travail. Nous présentons une
méthode d’estimation des densités de probabilité (pddf) marginales dans le but
d’estimer les fonctions score marginales (MSF). La méthode est basée sur un
réseau de neurone multicouches (MLP) et un apprentissage non supervisé utilisant
une modélisation de forme exponentielle des pdf.

Les estimées des fonctions score sont utilisées par la suite dans un algorithme
de séparation de sources de mélange linéaire instantané en minimisant un critére
d’information mutuelle sous contraintes.

Considérée comme une deuxieme partie de ce chapitre, nous nous placerons
dans une situation plus complexe ou nous considérons un type de mélanges plus
réaliste, qui est le mélange post-nonlinéaire. Pour ce type de mélanges, nous
proposons une solution purement neuronale pour la résolution du probleme de
séparation de source. Le réseau MLP proposé est appris d’'une maniére non
supervisée pour : I'estimation des nonlinéarités inverse d’une part, et I'estimation
des signaux source d’autre part.

Les méthodes proposées sont validées par des résultats de simulation.

Nous terminons ce manuscrit par une conclusion générale récapitulant le

contenu de cette these et les perspectives de futures recherches.

|00
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CHAPITRE 2

Séparation Aveugle de Sources
(SAS) et Analyse en Composantes
Indépendantes (ACI)

2.1. INTRODUCTION

La séparation aveugle de source consiste a estimer un jeu de p sources
inconnues a partir d'un jeu de M observations. Ces observations sont des
mélanges de ces sources et proviennent de capteurs (antennes, microphones,
caméras par exemple). Le mélange entre ces sources, qui s'effectue pendant leur
propagation jusqu'aux capteurs, est inconnu. La SAS est une discipline qui permet
de nombreuses applications [B4] dans de nombreuses disciplines telles
I'acoustique, les  télécommunications, le  génie biomédical [L70],
I'astrophysique[L71].

Il existe dans la littérature plusieurs types de mélanges découpés en deux

catégories : les mélanges linéaires et les mélanges nonlinéaires.

1)


http://fr.wikipedia.org/wiki/M%C3%A9thode_de_s%C3%A9paration_aveugle_de_source%23cite_note-1
http://fr.wikipedia.org/wiki/Acoustique
http://fr.wikipedia.org/wiki/T%C3%A9l%C3%A9communications
http://fr.wikipedia.org/wiki/G%C3%A9nie_biom%C3%A9dical
http://fr.wikipedia.org/wiki/M%C3%A9thode_de_s%C3%A9paration_aveugle_de_source%23cite_note-3
http://fr.wikipedia.org/wiki/Astrophysique
http://fr.wikipedia.org/wiki/Astrophysique
http://fr.wikipedia.org/wiki/Astrophysique
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Il existe différentes méthodes permettant la séparation de sources dans le
cadre des mélanges linéaires instantanés. Ces méthodes sont le plus souvent
regroupées en trois catégories de méthodes. La premiere catégorie regroupe les
méthodes fondées sur [|’Analyse en Composantes Indépendantes (ACI)
(Independent Component Analysis (ICA)). Dans la deuxieme catégorie, on trouve
les méthodes basées sur la Factorisation en Matrices Non-négatives (FMN) (Non-
negative Matrix Factorization (NMF)). Enfin, les méthodes fondées sur I’Analyse en
Composantes Parcimonieuses (ACPa) (Sparse Component Analysis (SCA)) sont
regroupées dans la troisieme et derniére catégorie.

Les contributions de cette these sont fondées sur la premiere catégorie qui est

I’'analyse en composantes indépendantes.

2.2. Analyse en Composantes Indépendantes (ACI)

L’analyse en Composantes Indépendantes (ACI), dans un contexte linéaire,
d’un vecteur aléatoire, consiste a trouver une transformation linéaire qui minimise
la dépendance statistique entre ses composantes.

Soit xq,Xxy,...,x, des combinaisons linéaires des n variables aléatoires

latentes, s¢, So, ..., S, , telles que :

X; =apS1+aps; + o+ apsSi,, 1=1,2,..,n (2.1)

Ou a;; sont des coefficients réels inconnus.

Par définition, les variables aléatoires s; sont mutuellement indépendantes.
C'est la base du concept ACI. Donc, la fonction densité de probabilité (pdf:
probability desity function) conjointe du vecteur (sy,S,,...,5,)” est égale au
produit des fonctions densité de probabilité marginales de chaque variable

aléatoire s;.
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psl,sz,...,sn (51»52» ...,Sn) = ?:1 psi (Si) (2-2)

Ds,5y....5, (S1,S2, e, Sy) est la pdf conjointe du vecteur (sy, Sy, ..., 5,)"
D5, (s;) est la pdf marginale de la variable aléatoire s; .

T . Y] ) .
(.)" : estletransposé d’un vecteur ou d’'une matrice.

Sous forme matricielle (2.1) s’exprime :
x =As (2.3)

Oud = [ai]-] s’appelle la matrice de mélange (mixing matrix)
Dans ce cas, le but de I’ACI est d’estimer une matrice B, appelée matrice de
séparation, en disposant de la relation (2.2) de sorte a ce que les composantes du

vecteur y = Bx soient mutuellement indépendantes.

Ou  y=Lyy )

2.2.1. Prétraitement pour I’ACI
Avant I'application de n’importe quel algorithme d’ACl, il est impératif de

procéder a un préalable prétraitement des observations. Ce prétraitement
consiste a centrer et a blanchir les variables aléatoires observées. L'intérét d’un tel
prétraitement est de permettre avantageusement de restreindre la recherche a
I’espace vectoriel des matrices orthogonales.

e Etape de centrage

Le prétraitement de base est de centrer les observations, en retranchant du
vecteur x sa valeur moyenne m = E[x] afin de le rendre a valeur moyenne nulle.

E[.] est'opérateur de I'espérance mathématique.
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X=x—m (2.4)
Apres I'estimation de la matrice séparante B, nous pouvons rajouter le terme

soustrait aux estimées centrées de s, quiest égala: A~ 'm

e Etape de Blanchiment
Une deuxieme étape du prétraitement consiste au blanchiment du vecteur
d’observations. Donc, apreés avoir centré les données, transformer le vecteur
résultant a un autre vecteur, X , dont les composantes sont non corrélées et de
variances unité. Autrement dit, la matrice de covariance de X est égale a la matrice
identité
i.e.
Exx"| =1, (2.5)
Une des méthodes de blanchiment les plus populaires, est la décomposition
en vecteurs et valeurs propres (EVD : Eigen-Value Decomposition) de la matrice de

covariance.

E[x%T] = EDE" (2.6)
Ou E est une matrice orthogonale des vecteurs propres

D est une matrice diagonale des valeurs propres u; telle que :

Hq 0
D=\|: =~ i |=diag(uy,ty -, Uy) (2.7)
0 - u,

Et dans ce cas X est obtenu par I’équation

~

X =DV2ETx

D
=D Y2ETAs = As (28)
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En effet 'importance du blanchiment est d’avoir une matrice de mélange 4

orthogonale :
E[x%T] = AE[ssT]AT = 44T =1 (2.9)

Il est clair que le blanchiment réduit le nombre de parametres a estimer. Au
lieu d’avoir n? parametres de la matrice originale A4, nous obtiendrons seulement

n(n —1)/2n paramétres de la matrice 4 .

e lllustration
Pour comprendre le concept ACI en terme statistique, prenons I'exemple
suivant :

Soit s; et s, deux variables aléatoires indépendantes et uniformément

distribuées sur I'intervalle [—v3,v/3 | . I'expression de leurs pdf s’écrit donc :

pour |s;] <3

ailleurs

1
ps,(s;) = {T i=12. (2.10)

Et soit A la matrice de mélange de s; et s,

A= (150 120)

Ce qui produit d’autres variables x; et x, , et il est facile de calculer leurs
distributions et de conclure qu’ils suivent une loi uniforme dans un

parallélogramme, comme il est montré par la figure (2.1)
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(a) (b)

Fig.2.1. Distribution conjointe de : (a) -(sz, s2) et (b) - (x1, x2).

2.2.2. Pourquoi les variables gaussiennes ne sont pas séparables par ACI
En réalité, une seule variable gaussienne au plus est permise. Pour illustrer
cette hypothese, supposons que s; et s, sont gaussiennes. Ceci implique que leur

densité conjointe est donnée par I'expression suivante :

1 Z+s5 1 2
Dy, s, (51,57) = —exp (—E52) = Lexp (10 (2.11)
2m 2 2m 2

[| .|| estlanorme 2 d’un vecteur.

En supposant que la matrice de mélange A4 est orthogonale, i.e., A7 = AT,

et que det(4) = 1. alors la densité conjointe de x = (x;,x,)" s’exprime :

2
[l4” x|

1 1 2
Py, (X1, %2) = —exp <— T) |det(AT)| = S exp (— %) (2.12)
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On peut voir que la distribution du vecteur s et identique a celle du vecteur
mélange. Cela provient du fait que des variables gaussiennes orthogonales sont
nécessairement indépendantes. Alors, la matrice de mélange A, est non
identifiable dans ce cas. Et le modeéle ne peut étre estimé qu’a une transformation

orthogonale pres.

e illustration

Soient s; et s, deux variables gaussiennes indépendantes de moyennes
nulles et de variances 1. Et soit x = (xq, x,)7 un mélange linéaire de ces deux
variables.

La figure (2.2) montre clairement que la pdf conjointe de s est identique a

celle de x apres blanchiment, ce qui coincide avec (2.12).

L’équivalence entre le probleme de la SAS et I'analyse en composantes
indépendantes, est vérifiée pour les cas des mélanges linéaires instantanés et

convolutifs, a condition qu’il y ait au plus une source gaussienne.

(a) (b) (c)

Fig.2.2. Distribution conjointe : (a) sources, (b) mélange sans blanchiment,
(c) mélange avec blanchiment
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2.3. MODELES DE MELANGES EN SAS

Le probléeme de séparation de sources comme précédemment définie, consiste
a retrouver des signaux utiles provenant de plusieurs sources (par abus de langage
on dit : signaux sources), qui ont été filtrées et additionnées (i.e. mélangées) en se
propageant vers un ensemble de capteurs.

La propagation des signaux a séparer, de leurs sources productrices aux
capteurs de mesure, a été initialement modélisée par les premiers fondateurs de
cette nouvelle discipline a base d'un produit mathématique simple. Ceci
correspond au cas appelé "instantané" de la séparation de sources.

Plus tard, il s'est avéré que cette modélisation ne convenait pas a toutes les
situations rencontrées dans la pratique. C'est pourquoi, des modélisations plus
réalistes ont été proposées. L'une de ces modélisations interprete le phénomene
de propagation comme une opération de filtrage, c'est-a-dire qu'elle suppose que
I'environnement est caractérisé par une fonction mathématique dépendante du
temps et réalise une opération plus complexe, qui est un produit de convolution,
afin d'engendrer les mélanges dits convolutifs. Ceci correspond au cas plus
intéressant de la séparation de sources appelé "convolutifs".

Les deux modeles ont été largement étudiés aux cours de plusieurs années
[L12, L24, L36, L41, L33, LC8, LC6, LC14, LC19, LC10, LCY, LC4, LC18]. En revanche,
le cas de mélanges non linéaires n’a été que tres peu abordé. Une des raisons est la
difficulté mathématique des systemes non linéaires, mais une autre raison
importante est le fait que les mélanges non linéaires ne sont pas séparables en se
fondant sur la seule hypothése d’indépendance statistique, et sans hypothése
supplémentaire sur les sources ou sur les mélanges, le probleme a donc peu
d’intérét. . Mais, malgré la difficulté du modele non linéaire, d’autres auteurs se
sont penchés sur ce probléme, et les contributions dans ce domaine sont rares et

sont limités a I'hypothése de structure [NL21, NL18, NL27, NL28, NL32-NL34].
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Cette hypothése traduit clairement I'intérét que présente le mélange de type post

non linéaire (PNL), dont le choix repose sur des modeles physiques assez réalistes.
Le probleme de la SAS peut étre exposé de la fagon suivante :

Considérons p signaux sources (s;(t), i=1,2, ..p. et t=0,1,..N—1))

non observables subissant une opération de mélange au travers d’un systeme F

fournissant M observations (x;(t), j=1,2, ..M.)

s1(t) x1(t)
@O A Fe | g x2(t)
s, ] Lew )]

Sous une forme compacte nous pouvons écrire :

S=FX) (2.13)

Ou
S =(s1,52, . sp)T et X =(x1,%5 .. )"
ou
s; = (5:(0),5,(1),5;(2), ... s;(N—1)) estlai’™ source
et x5 = (Xj (0),% (1), x(2), ... x;(N — 1)) est le /™ mélange ( signal recu

au /™ capteur).

L’objectif a atteindre est de trouver le moyen d’annuler I'effet du systeme F,
c'est-a-dire, trouver un inverse G = F~1 afin de restituer les signaux sources. Pour

étre en mesure de proposer des solutions, nous sommes en général amenés a
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poser des hypotheses sur la structure du mélange. Nous pouvons distinguer les
contextes suivants :
= Mélange linéaire instantané [L1, L5, L6, L7, L9, L11, L14, L16, L45, L47, L48]
= Mélange post non linéaire (PNL) [NL2, NL3, NL18, NL1S, NL20, NL25]
= Mélange linéaire convolutif [LC1, LC2, LC7, LC11, LC19]
= Mélange post non linéaire convolutif (CPNL :Convolutive post-nonlinear
mixture) [NL26, NL29, NL30]
= Mélange non linéaire général [NL1, NL5, NL9, NL11, NL14]

Sans perte de généralités, nous supposons dans ce qui suit que le nombre de
signaux sources est égal au nombre de capteurs, c.a.d. p = M.
Dans le reste de ce travail nous nous intéressons au cas des mélanges

instantanés.

Fig. 2.3. Principe de la séparation aveugle de sources.

Dans le cas général, et au sens de I'analyse en composante indépendantes, le

but de séparation est d’obtenir :

yi® =g (ss0®) ,  i=1.p (2.14)

OU o est une permutation sur 'ensemble {1, 2, ..., p}

Et g; est une transformation inversible.
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Cette équation montre explicitement que I'approche de séparation (ACI)
contient des indéterminations d’estimation qui vont étre exposées en détail dans

la section suivante.

Afin d’accomplir la tache de séparation des signaux, il est indispensable de

citer les hypotheses principales sur lesquelles est basée la SAS :

H1. Les sources sont statistiquement mutuellement indépendantes.

H2. Dans le cas de sources i.i.d. (indépendantes et identiquement
distribuées) une seule source au maximum peut étre gaussienne.

H3. On suppose que le nombre de sources p est égal au nombre de

capteurs M.

2.3.1. Mélanges Linéaires Instantanés
C’est le modele le plus simple de la SAS, ou p signaux regus sont supposes
étre des mélanges linéaires instantanés de p signaux sources statistiquement

indépendants. Le modele s’écrit alors :
() =Y _a;5@), i=1.,p (2.15)

Ou a;; sont des constantes inconnues.
Sous forme compacte, le modele (2.3) s’écrit donc :

x(t) = As(t) (2.16)
Ou plus encore :

x =As (2.17)

A 2 [a;;] estla matrice de mélange.
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Le probleme de la SAS, dans ce cas, consiste a trouver une matrice de
séparation, B de dimension(p X p), de sorte a ce que le vecteur de sortie

y = Bx soit un estimé du vecteur source s.

a. Ambiguités de séparation

Afin de séparer les sources aveuglement a partir de leurs mélanges, il faut
prendre en compte les indéterminations propres a une telle modélisation. En effet,
nous avons une infinité de solutions [L45, L16, L9]. Common [L45] a montré que
sans condition supplémentaire, les sources ne peuvent étre estimées qu’a une

permutation et un facteur d’échelle pres.

a.1. Ambiguité de permutation
C’set la premiére indétermination liée au probleme de la SAS. Elle est liée a
I’ordre arbitraire de restitution des signaux. Dans ce cas, la relation qui lie les deux

vecteurs s et x sous forme vectorielle s’écrit :

. T
x(t) = ?Zlajsj(t), ou a =(ay,ay,..,ay ) (2.18)
i.e.:
x(t) = a;5:(t) + azs,(t) + -+ a,s,(t) (2.19)
= azsz(t) + alsl(t) + -+ apSp (t) (220)
Donc,
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a128,(t) ay151(t) A1pSp (1)
x(t) = + + -+ (2.21)

lap25:2 (t)J laplS:l (t)J lapp S:p (t)J
Et enfin,

Ay aqq ... alp Sz(t)
Azz Q21 -« Qop| [s1(t)
x(t) =| - - : . | =450 (2.22)

lae @y o apl s )]

Ou A et § sont respectivement la nouvelle matrice de mélange et le nouveau
vecteur source. Cette permutation peut étre modélisée par une matrice de
permutation Ptelle que :

x(t) = As(t) = (AP)(P!s(t)) = A3(t) (2.23)

Il est clair, que la multiplication a droite de La matrice de mélange A4 par une

matrice de permutation P modifie I'ordre des sources sans changer les mélanges.

a.2. Ambiguité d’échelle
Il est impossible de déterminer les variances (énergies) des composantes
indépendantes (sources). En effet, s et 4 étant inconnus, la multiplication d’une

source s; par un scalaire peut toujours étre compensée (annulée) en divisant la

colonne a; de A par le méme scalaire, soit a; :

1
x(t) = leajsj(t) = 5.’21 (;aj> (ajsj (t)) , pour touta; #0
]

(2.24)
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s1.(6)7
aaq; a4y ... apalp a1
a;a;1 Ar4Ayp ... apazp w

x(t) = - - - 2 (2.25)
lalapl @20p2 apappJ 2 (®
| ap _

Soit D la matrice diagonale constituée des éléments a4, a5, ...,a,. Dans ce cas,

p*

nous pouvons écrire :

x(t) = As(t) = (AD)(D1s(t)) = 43(t) (2.26)

A partir de (2.25), nous concluons que l'amplitude des sources est

indéterminée.

b. Algorithmes de séparation

A l'aide du théoreme de Darmois [L46], Common [L45] a démontré que dans le
cas p < M, I'analyse en composantes indépendantes est alors équivalente au
probleme de séparation aveugle de sources, bien slr a condition qu’il y ait au plus
une source gaussienne, et les sources pourront étre restituées a une permutation
et un facteur d’échelle prés comme déja vu dans la section précédente.

Common [L45] a montré aussi, que dans le cadre d’un mélange linéaire, les
signaux y = Bx sont indépendants si et seulement si la matrice séparante B est

de la forme :

B = DPA! (2.27)

Ou Dreprésente une matrice diagonale et Pune matrice de permutation.
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Dans ce contexte, de nombreuses approches ont été développées, parmi
lesquelles nous citons :

e A partir des statistiques d’ordre supérieur [L48, L24]

e A partir de la néguentropie [B2]

e L’algorithme SOBI [L47]

e |’algorithme JADE [L48]

e L'InfoMax [L1]

e L’algorithme FastICA [B2]

2.3.2. Mélanges non linéaires
Un mélange non linéaire instantané dans sa forme générale s’écrit :
x(t) = F(s(®)) (2.28)
Ou Fest une transformation (mapping) non linéaire.
i.e.,
x| = f1(51 , S, ...,sp)

Xy = f2(51 »S2, ""Sp)

X, = fp(sl , Sy ,...,sp)

Ou, fi,f2 -, fp sontdesfonctions nonlinéaires inversibles.

D’une maniere générale, le but de I’ACI non linéaire consiste a estimer une

transformation G : RP — RP qui produit un vecteur y = G(x) a composantes

statistiguement indépendantes, et ceci en n’utilisant que les observations.
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Mais, comme déja mentionné dans le premier chapitre, I'indépendance ne
signifie pas la séparation des sources, et une solution completement aveugle n’est

pas possible.

¢ Indéterminations en ACI nonlinéaire

Une transformation bijective J est dite triviale, si elle transforme n’importe
quel vecteur s a composantes indépendantes a un autre vecteur a composantes
indépendantes. l.e., les transformations triviales préservent la propriété
d’indépendance statistique de n’importe quel vecteur. L'ensemble des
transformations triviale est noté par 3.

Cette définition se traduit par la condition nécessaire et suffisante suivante :

H est triviale si et seulement si :
H; (uq, uy, ..., u,) = h; (ua(i)), i=12,..,n (2.29)

Ou h; sont des fonctions scalaires quelconques.

Ces transformations sont caractérisées par une matrice jacobienne diagonale a
une permutation pres. Ceci montre le lien entre I'hypothése d’indépendance et
I'objectif de séparation des signaux sources. En effet, cet objectif est, tout
simplement, de rendre la transformation globale, H{ = G o F triviale en utilisant
I’'hypothése d’'indépendance statistique. Cependant, a partir de I'équation (2.29), il
est tout a fait clair que la séparation est achevée a une permutation et une
distorsion nonlinéaire pres.

Soit F(x) =[fi(x), f,(x),...,f,(x)]" , dont chaque composante est une
fonction nonlinéaire scalaire, telle que :

fix)=filx), i=1,..,n

Il est évident que :
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Si pr(u) =[l2; Py, (wy) alors,

n
Pr) (V) = 1_[ Df,x) (Vi)
i=1

A partir des travaux de [L49], Darmois a conclu que pour les transformations
nonlinéaires générales, la préservation de I'indépendance statistique n’était pas
une hypothese assez forte pour assurer la séparation des sources dans le sens de
I’équation (2.29).

Dans leurs travaux, Jutten et al. [NL6], ont montré qu’il est facile de
décomposer n‘importe quel vecteur aléatoire a une transformation non triviale de
variables aléatoires, et ceci en utilisant une procédure d’orthogonalisation
similaire a celle de Gram-Schmidt.

Le résultat de Darmois montre qu’il existe des transformations non triviales,
I, qui préservent I'indépendance statistiques des variables aléatoires mélangées.
Donc, dans le cas général des transformations nonlinéaires, la séparation aveugle
est tout simplement impossible en faisant appel a I’"hypothése d’indépendance
statistique seule.

En effet, d’autres informations supplémentaires sont nécessaires, telle que

I'information sur la structure du mélange.

e Exemple : soit s; € R une variable aléatoire qui suit la loi de Rayleigh telle
que:
ps, (s1) = syexp(—s7/2)
et supposons qu’une autre variable aléatoire s, indépendante de s; est
uniformément distribuée sur l'intervalle [0, 2m). Prenons la transformation

nonlinéaire suivante :
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{xl = s,co0s(s,) (2.30)
X, = sy5in(s,) '
Le jacobien de cette transformation est alors :
cos(sy) —sysin(s;)
= 2.31
J(51,52) [sin(sz) s1c0s(sy) (2.31)
Donc :
_ p5152(51'52) _ 1 x%+x%
Pxqxp (X1,X2)= UGl 5.-€XD <— 5
(2.32)

(o (R, (%2
= \/Z_ﬂcxp 5 \/Z_ﬂcxp 5

Et par conséquent, x; et x, sont deux variables aléatoires gaussiennes
indépendantes de moyenne nulle et de variance unité, malgré quelles sont non
linéairement mélangées et le jacobien de la transformation n’est pas diagonale.

D’autres exemples peuvent étre trouvés dans la littérature [B2].

Afin de surmonter ce probleme, on peut imposer une condition sur la structure
du mélange, c’est a dire imposer a la transformation nonlinéaire d’appartenir a un
ensemble particulier, M, de transformations, ou ajouter des a priori sur les
sources, ce qui peut réduire énormément les indéterminations prédites des
travaux de Darmois.

Jutten et Karhunen [NL5] ont montré que les sources peuvent étre restituées si

la transformation triviale appartient a I'ensemble § N M.
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2.3.3. Mélanges Post-Nonlinéaires
Une des structures séparables les plus rencontrées en littérature [NL18, TH2,
NL2, NL3, NL23, NL19, NL4, NL20] est celle des mélanges post-non linéaires (PNL)

(information sur la structure du mélange).

1
1
1
1
|
e | Z
51 g ——— @ 'y Ui
—> ! —>
1
]
]
. I . B
‘s )
. ! .
1
. .
]
Sp | Y
e ! Z,
’ M o —>% — G > —>
1
1
]
|
)
— Systeme de mélange —»'«—— Systéme de séparation s

Fig.2.4. Schéma de mélange-séparation d’'un mélange PNL.

Un mélange post-nonlinéaire de p sources s;(t) observées par p capteurs,

comme présenté dans par la figure (2.4), est donné par I'expression :

x;(t) = fi(ei(t)), i=12,..p (2.33)
p
e =) a;5
j=1
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Donc,

x;(t) = ﬁ'(Z?:l al-]-sj(t)), i=1,2,..p (2.34)

Les a;; sont les coefficients réels de la matrice de mélange instantanée, et les
fi sont des fonctions nonlinéaires inversibles inconnues.

Ce choix de mélange nonlinéaire repose sur un modele physique assez réaliste,
dans lequel le canal entraine un mélange linéaire instantané, et les capteurs et
leurs instrumentations (amplificateurs, etc.) sont responsables de la distorsion
nonlinéaire.

Afin de séparer ce type de mélanges, nous avons besoin, en premier lieu, de
compenser les nonlinéarités par les fonctions  gq,9s,...,9,, et par la suite,
procéder a la séparation du modele linéaire résultant (estimation de la matrice de
séparation B).

Dans ce type de mélange, la transformation globale # doit appartenir au sous
espace M des transformations constituées: d’une transformation linéaire
inversible (matrice réguliere A) suivie par des fonctions nonlinéaires scalaires
inversibles  aprés lesquelles nous trouvons encore une fois une autre
transformation linéaire inversible (matrice réguliere B), comme nous pouvons le
voir sur la figure (2.4).

Ou:
(A, F) estla structure du mélange PNL.

(G, B) est la structure séparante du mélange PNL.

e Séparabilité des mélanges PNL
Les mélanges PNL sont aveuglement séparable [NL3], avec au plus une source

gaussienne, et avec les mémes ambiguités des mélanges linéaires si :
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- A est réguliere avec deux éléments non nuls au minimum dans chaque
ligne ou colonne.
- La pdf conjointe des sources est différentiable et sa dérivée est continue

sur tout le support de définition [NL19].

2.3.4. Une classe de mélanges nonlinéaires séparables

En 1973 Kagan et al. [NL38], Ont étendu le théoreme de Darmois-Skitovic a des
mélanges nonlinéaires. Ces résultats ont été redécouverts dans le cadre de la
séparation de sources par Eriksson et Koivunen [NL37]. L'idée de base est de
considérer des mélanges particuliers F qui satisfont un théoréme d’addition au
sens de la théorie des équations fonctionnelles.

Mathématiquement, ce théoréme est vrai pour les transformations auxquelles

existe une fonction inversible f qui satisfait la condition :

f(s1+52) =F[f(s1), f(s2)] (2.35)

e Exemple

Prenons comme exemple la transformation suivante :

X, = (s1+s2)

(1+51$2) (236)
Xy = (s1—s2)

(1-s152)

Ou s; et s, sont deux variables aléatoires indépendantes.

Etsoit u; = tan™(s;) et u, = tan~1(s,). L'équation (2.36) devient alors :

{xl = tan(u; + uy) (2.37)

X, = tan(u; — uy)
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1

En appliquant encore la fonction tan™ a x; et x, (2.37) devient:

{vl =tan ' (x;) = u; + u,
v, = tan"1(x,) = u; — u,

(2.38)
Nous pouvons voir que (2.38) est maintenant un mélange linéaire des deux
variables aléatoires indépendantes u; et u,.
Ce résultat, est d(i au fait que tan(a + b) est une transformation :F(tan(a),
tan(b)), et f(.) = tan(.). Le méme raisonnement se fait pour tan(a — b).

Pour plus de détails sur les conditions sur F , voir [NL5].

2.4. CRITERES DE PERFORMANCES

Afin d’évaluer les performances des algorithmes de séparation, il est possible
de mesurer la précision de chaque source estimées y; en fonction de la vraie
source s; par deux différents criteres: un critere de type erreur quadratique

moyenne (EQM) ou rapport signal sur résidus.
2.4.1. Erreur quadratique moyenne (Mean Squared Error, MSE)
L’erreur quadratique moyenne (EQM) mesure la moyenne du carré de I'écart

entre le signal source s; et le signal estimé y;, i =1,2,...,p . Ce terme s'écrit

comme suit

EQM, = E,[(s; — y)?] = = XNy (s: () — v () (2.39)

Ou E; désigne la moyenne temporelle et N le nombre d’échantillons utilisés.
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La valeur moyenne de 'EQM sur toutes les sorties est
—1lyv _1yp 1yw 2
EQM = Ezi=1EQMi - ;Zi=1ﬁ n=i(s:(m) — y;(n)) (2.40)

Plus 'EQM est petite plus la qualité de séparation est bonne.

2.4.2. Rapport signal sur résidus (SNR)

Le SNR est la mesure de performance la plus répandue dans la séparation de
sources.

Dans le cas des mélanges instantanés, le SNR est défini comme le logarithme
du rapport en décibels (dB) de la puissance de la source s; sur celle de I'écart entre
la composante s; et son estimée y;. En supposant qu’il n’a pas de permutation, le

SNR s’écrit donc

_ Et(s?) :
SNR; = 10logy, {—Et[(si_yi)z]} , i=1.,p (2.41)

La qualité de séparation s’apprécie avec une valeur du SNR la plus grande
possible. Ce qui signifie qu’il n’y a pas une contribution importante provenant

d’autres sources a cette sortie y;.

2.5. CONCLUSION

Dans ce chapitre nous avons présenté le concept de séparation aveugle de
sources tout en montrant son équivalence a I'analyse en composantes
indépendantes dans le cas des mélanges linéaires. Nous avons montré que la
séparation dans ce cas, est achevée avec deux types d’ambiguités : ambiguité de

permutation et ambiguité d’échelle. Nous avons vu que I'équivalence entre I’ACI et
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la SAS disparait des qu’on quitte le domaine linéaire. En effet, la séparation dans le
cas des mélanges nonlinéaires est impossible en s’appuyant sur I'hypothése
d’indépendance statistique seule. Une hypothése de structure du mélange peut
réduire considérablement les indéterminations rencontrées dans le cas nonlinéaire
et la séparation peut étre réalisée avec une permutation et une distorsion
nonlinéaire pres. Un des exemples réalistes de I’hypotheése de structure est celui
du mélange post-nonlinéaire qui constitue une classe de mélanges nonlinéaires

séparables.
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CHAPITRE 3

Criteres d'Indépendance

3.1. INTRODUCTION

Dans le cadre de I'analyse en composantes indépendantes, il est nécessaire de
savoir si des variables aléatoires sont indépendantes. Nous verrons que pour
certains mélanges de sources, une mesure de dépendance fournira directement un
critere de séparation. C'est le cas en particulier de 'information mutuelle dont
nous rappelons les propriétés dans les sections suivantes.

Qu’est ce que c’est indépendance ?

Pour définir le concept de l'indépendance statistique, prenons I'exemple de
deux variables aléatoires réelles y; et y,. Fondamentalement, les variables y, et
y, sont dites indépendantes si la valeur de y; ne donne aucune information sur y,
et vice versa.

Typiquement, lI'indépendance statistique peut étre définie par le biais de
densités de probabilité des variables aléatoires. Notons par p, ,,(y1,¥,) la

fonction de densité de probabilité (pdf) jointe de y; et y,, et soient p, (y;) et

33
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pyz(yz) les fonctions de densité de probabilité marginales (ie. Lorsque chaque
variable est prise toute seule) de y, et y, respectivement.

Alors :

Py, 1) = [y, 01, ¥2)dy, (3.1)
Et

Py, 02) = [ py,y, 1, ¥y2)dy, (3.2)

Dans ce cas, on dit que les deux variables y; et y, sont indépendantes si et

seulement si leur pdf jointe vérifie I'équation suivante :

Dy,y, V1, ¥2) = py, 1)Dy, (V2) (3.3)

L'expression (3.3) s’étend naturellement a n’importe quel nombre n de

variables aléatoires, et dans ce cas la pdf jointe devient le produit de n termes.

Propriété

Soient f; et f, deux fonctions scalaires. Il est toujours vrai d’écrire :

ElfilyD ()] = E[ilyDIE[f2 ()] (3.4)

Cette égalité peut étre démontrée facilement :

Elfiy)f,(y2)] = ﬂ D)0 pyy, 1, ¥2)dy dy,
=] f1(}’1)f2(}’2)Py1(3’1)Py2(3’2) dy,dy,

= ff1(}’1)19y1(3’1) d}’1ff2(3’2)pyz(y2)dy2
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= E[fi(yDIE[f2(y2)] (3.5)

3.2. MESURE D’'INDEPENDANCE DANS LE CONTEXTE DE LA SAS

Puisque c’est I'idée de base derriere I’ACI, beaucoup d'auteurs se sont attachés
a définir des criteres de séparation qui se basent sur des mesures de dépendance
et cela depuis les années 90.

Apres avoir discuté le probleme de l'identifiabilité du mélange a l'aide du
critere d’indépendance, nous devons examiner comment mettre en oeuvre
I'indépendance statistique. Quoique le probleme puisse étre formulé de diverses
manieres : au sens du maximum de vraisemblance [NL14], ou a I’aide de fonctions
de contraste [L48], ou avec un critere quadratique [NL39], nous nous
concentrerons sur la divergence de Kullback-Leibler, qui donne un éclairage

général a de nombreux algorithmes.

3.2.1. Non Gaussianité

Non gaussien implique indépendant, c’est d’ailleurs la clé pour I'estimation du
modele ACl. En effet, en I'absence de non Gaussianité des variables aléatoires
I’estimation n’est pas possible.

Considérons le vecteur aléatoire x = (x4, ..., x,,)” répondant au modéle d’ACl
de I’équation (2.3), i.e. x est un mélange de variables aléatoires indépendantes,
s =(sy,...,5,)T. Afin d’estimer une des composantes indépendantes, nous
considérons une combinaison linéaire des x; qui peut étre écrite par I'équation

suivante :

y=wlix=Y" wx; (3.6)
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Ou w est un vecteur a déterminer.

Si w était une des lignes de la matrice inverse A1, cette combinaison linéaire
serait en fait égale a une des composantes indépendantes. La question qui se pose
maintenant : Comment peut-on utiliser le théoreme de la limite centrale pour
estimer w de sorte a ce qu'’il soit égal a une des lignes de A~1 ? En réalité, on ne
peut pas déterminer exactement un tel w, car nous n’avons aucune information a
propos de la matrice de mélange A, mais, on peut trouver un estimateur qui donne
une bonne approximation.

Pour voir comment cela mene au principe de base de |'estimation de I'ACI,
Faisons un changement de variables, en définissant les nouvelles variables
suivantes :

z=A"w,
alors nous aurons :

y=wix=wlds=2"s (3.7)

Il est clair que y est une combinaison linéaire des composantes s; du vecteur
s avec les poids donnés par z;. Puisque la somme de deux variables seulement est
plus gaussienne que les variables d’origine, z's est encore plus gaussienne que
n‘importe quel s; et devient moins gaussienne quand elle est égale a 'une des s;.
Dans ce cas, il est clair qu’'une seule composante z; de z est non nulle (en
supposant que les composantes s; sont identiquement distribuées).

Donc, nous pouvons prendre comme w un vecteur qui maximise la non-
gaussianité de w’x . Un tel vecteur, correspondra forcément au vecteur z ayant
une seule composante non nulle. Ceci signifie que w/ x = z”s est égale a une des

composantes indépendantes.
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Afin d’exploiter la non-gaussianité dans I’estimation d’ACl, nous devons avoir
une mesure quantitative de la non-gaussianité d’une variable aléatoire. Pour
simplifier les choses, supposons que la variable aléatoire y est centrée et de
variance unité, ce qui correspond a la phase de prétraitement vue au chapitre

précédent.

a. Kutosis
La méthode classique pour mesurer la non-gaussianité est bien le cumulant

d’ordre quatre, dit aussi : le kurtosis. Le kurtosis de y s’écrit :

kurt(y) = E[y*] — 3(E[y?])? (3.8)

Puisque nous avons supposé que y est de variance unité, I'équation (3.8) se

simplifie a la suivante :

kurt(y) = E[y*] — 3 (3.9)

Ce qui montre que le kurtosis n’est rien qu’une version normalisée du moment
d’ordre quatre, E[y*]. Pour y gaussienne, le moment d’ordre quatre égal a
3(E[y?])?, et par conséquent, le kurtosis de y est nul. En contre partie, pour la
plupart des variables aléatoires non gaussiennes (mais non pas la totalité), le
kurtosis est non nul.

La valeur du kurtosis peut étre positive ou négative. Cependant, les variables
aléatoires ayant un kurtosis négatif sont appelées sous-gaussiennes, en outre, celle
possédant un kurtosis positif sont appelées sur-gaussiennes. Les variables sur-
gaussiennes sont caractérisées par une pdf étroite avec des queues lourdes. Par

contre les variables sous-gaussiennes possedent une pdf plate.
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Un exemple de variable sur-gaussienne, présentée dans la figure (3.1), est celle

d’une distribution de Laplace, dont la pdf (variance unité) s’écrit :

1
p, () = Sexp(V2Iyl) (3.10)
L’autre exemple de variable sous-gaussienne est bien celle possédant une pdf

uniforme.

08 T T T T T T T
Laplace (sur-gaussienne)
0.7k -—-—-=- Gaussienne L

0.5

0.3

0.1r

Fig. 3.1. Densité de probabilité de Laplace : densité sur-gaussienne typique. Pour
comparaison : en discontinu une densité gaussienne. Les deux densités
sont de variances unité.
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La non-gaussianité est mesurée en prenant la valeur absolue du kurtosis. Le
carré du kurtosis peut étre également utilisé. En effet, le kurtosis ou plutot sa
valeur absolue ont été largement utilisés comme une mesure de non-gaussianité
en ACI et les domaines d’application en lien. Pour son calcul, le kurtosis peut étre
estimé en utilisant tout simplement le moment d’ordre quatre des données.

Le kurtosis présente une propriété de linéarité tres forte rendant son analyse
théorique plus simple. Cette propriété peut étre exprimée comme suit :

Si x; et x, sont deux variables aléatoires indépendantes, alors :

kurt(x; + x,) = kurt(xy) + kurt(x,) (3.11)
Et
kurt(ax,) = a*kurt(x,) (3.12)

Ou a estun scalaire.

Pour montrer la philosophie de I'application du kurtosis a I'optimisation et
comment est ce que les composantes indépendantes sont déterminées, prenons
un simple exemple dans le plan bidimensionnel ou x = As. Supposons que les
kurtosis des composantes indépendantes s; et s, , notés par kurt(s;) et kurt(s;)
respectivement, sont non nuls.

D’apres I'’équation (3.7), nous avons :

y=wix=wlAs =z"s = z;5; + 7,5,

Et d’apres les équations (3.11) et (3.12), nous obtenons :

kurt(y) = kurt(z,s; + z,5,) = z{kurt(s;) + zykurt(s,) (3.13)
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Sous contraintes que la variance de y est égale a 1, alors, z est mis sous la
contrainte suivante :

Ely?’l1=2z+2z2=1 (3.14)

De point de vue géométrique, le vecteur z devrait appartenir au cercle

unitaire. Le probleme d’optimisation maintenant se pose par la question suivante :

Quelles sont les maxima de la fonction |kurt(y)| = |ztkurt(s;) + z5kurt(s,)|

appartenant au cercle unitaire ?

Il nest pas difficile de montrer [L50] que les maxima sont exactement les
points correspondant au cas ou une des valeurs du vecteur z est nulle et l'autre
non nulle, et ceci est di a la contrainte (3.13), ce qui force la valeur non nulle de z
a prendre la valeur de 1 ou -1. Ces points prennent exactement ces valeurs lorsque
y égale une des composantes indépendantes *s;, et le probleme est donc résolu.

En pratique, nous pourrions commencer a partir de certains vecteur poids w,
calculer la direction dans laquelle le kurtosis de y = w’x est croissant (dans le cas
ou le kurtosis est positif), ou décroissant (dans le cas ou le kurtosis est négatif) a
partir des données disponibles x(1), ..., x(N) du mélange, et appliquer une des
méthode du gradient ou de ces variantes pour trouver le nouveau vecteur w .

Le probleme majeur du kurtosis, lorsqu’il doit étre estimé a partir de données
mesurées, est qu’il peut étre tres sensible aux perturbations [L51]. Sa valeur peut
dépendre d’un petit nombre d’observations dans les queues de la distribution, qui
peuvent étre erronées ou non pertinentes. Autrement dit, le kurtosis n’est pas une
mesure robuste de non-gaussianité. Ainsi, d’autres mesures de non-gaussianité

peuvent étre meilleurs que le kurtosis dans certaines situations.
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b. Néguentropie

Une deuxieme mesure tres importante de non-gaussianité est donnée par la
néguentropie. La néguentropie est basée sur la quantité d'information de
I'entropie. L'entropie est le concept de base dans la théorie de l'information.
L’entropie d’une variable aléatoire, peut étre interprétée comme la quantité
moyenne d’information présente dans une observation (réalisation) de cette
variable.

L’entropie H d’une variable aléatoire discrete y est définie par :

H(y) =-2ip(y = a)n[p(y = a;)] (3.15)
Ou les a; sont les valeurs possibles de y.
Cette définition peut étre étendue au cas continu des valeurs et vecteurs
aléatoires, et dans ce cas, elle est connue sous le nom d’entropie différentielle.
Alors, I'entropie différentielle H d’un vecteur aléatoire y de densité de

probabilité f(y) est définie par I'expression [B3] :

H@y) = — [ fnlf(]dy (3.16)

In(.) estle logarithme népérien.

Un résultat fondamental de la théorie de I'information montre qu’une variable
gaussienne possede la plus grande valeur d’entropie parmi toutes les variables
aléatoires de mémes variances [B3]. Cela veut dire que I'entropie peut étre
considérée comme une mesure de non-gaussianité. En effet, la distribution
gaussienne est la plus aléatoire et la moins structurée parmi toutes les
distributions. L’entropie est petite pour les distributions concentrées autour de
certaines valeurs, i.e. quand la variable est clairement groupée, ou ayant une pdf

trés étroite.
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Afin d’aboutir a une mesure de non-gaussianité qui soit zéro pour les variables
gaussiennes et toujours positive, on utilise souvent une version légerement
modifiée de l'entropie différentielle, appelée néguentropie, qui s’écrit comme

suit :

](}’) = H(ygauss) - H(y) (3.17)

OU ¥ gquss €St gaussien de méme matrice de covariance que y.

La néguentropie est toujours positive et s’annule pour des variables
gaussiennes. Une propriété supplémentaire tres intéressante de la néguentropie,
réside dans le fait qu’elle est invariante pour des transformations linéaires
inversibles [L52, L45].

En fait, néguentropie est en quelque sorte l'estimateur optimal de non-
gaussianité. Le probleme dans I'usage de la négentropie est, cependant, son calcul
tres difficile. Dans ce cas, I'estimation de la néguentropie en utilisant sa définition,
pourrait nécessiter un estimateur (probablement non-paramétrique) de la pdf.

Hors que, d’autres approximations plus simple peuvent étre tres utiles.

e Approximations de la néguentropie

Comme mentionné ci-dessus, I'estimation de la néguentropie est tres difficile.
En pratique, une méthode classique pour une telle estimation est celle utilisant les
moments d’ordre supérieurs. Par exemple, Jones et Sibson [L53] ont proposé

I'estimateur suivant :

JO) ~ L ELAD? + = (kurt ()’ (3.18)
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La variable y est supposée étre de moyenne nulle et de variance égale a 1.
Malheureusement, cette approximation est limitée, et souffre en particulier de la
non robustesse causé par le kurtosis.

Pour pallier le probleme de (3.18), d’autres estimateurs ont été développées
par Hyvdrinen [L54]. Cette approximation est basée sur le principe de maximum-

entropie. En général, I'estimation s’écrit :

J) = X0 kAE[G,(0)] — E[G; ()]} (3.19)

Ou k; sont des constantes positives, et v une variable gaussienne normale (de
moyenne nulle et de variance unité).

y est aussi supposée de moyenne nulle et de variance unité, et les G; sont
qguelques fonctions non quadratiques. Notons que méme dans les cas ou cette
approximation n'est pas tres précise, (3.19) peut étre utilisée pour construire une
mesure consistante de la non-gaussianité du fait qu’elle est toujours positive, et
s’annule lorsque y est gaussienne.

Quand une seule fonction non quadratique G est utilisée, I'équation (3.19)

devient :

J@) < {E[G()] - EIG )]} (3.20)

Pour pratiqguement n’importe quelle fonction non quadratique G, il est clair
que lorsque y est symétrique, (3.20) est une généralisation de I'approximation
(3.18).

En prenant G(y) = y*, on obtient exactement I"expression (3.18).

Avec un bon choix de G, on peut avoir une approximation meilleure que celle

obtenue par (3.18).en particulier, lorsque G ne varie pas trop vite, on peut obtenir
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un estimateur robuste. Un des choix de G, tres rencontré en littérature, est donné

par les expressions suivantes :

1 2
Gi() = loglcosh(@y)], G = —exp (-%) (3.21)
Ou: 1< a; <2 uneconstante.

3.2.2. Fonctions de Contraste

Le concept des fonctions de contraste pour la séparation de sources a été
introduit par Comon [L45]. Une fonction de contraste, qui peut étre vue comme
une mesure d'indépendance, constitue un critere de séparation dans la mesure ou
sa maximisation résout le probleme de séparation. Elle est définie de la fagon

suivante :

Une foction de contraste W( .) est une application a valeurs dans R définie sur
I'espace de vecteurs aléatoires y de R? , ne dépendant que de la loi de

probabilité de y et qui vérifie les propriétés suivantes :

- pour toute matrice de permutation P

Y(Py) =¥(y) (3.22)
- pour toute matrice diagonale D
Y(Dy) =¥()
- pour tout vecteur x, de composantes indépendantes, et pour toute matrice
Sona:
Y(Sy) =¥() (3.23)
et
Y(Sy) =¥(y) = S=DP (3.24)
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Ou D est une matrice diagonale et P est une permutation quelconques.

Dans [L45], Comon a proposé entre autres, la maximisation d’un contraste
défini comme la somme des modules au carré des kurtosis des sources estimées.
Par ailleurs, Moreau et Pesquet [L55], ont introduit une classe de contrastes
applicables aux mélanges convolutifs de sources centrées, indépendantes et
identiquement distribuées (i.i.d), statistiquement mutuellement indépendantes et
vérifiant certaines propriétés. De son c6té Comon trouve une solution analytique,
nommée COM1 (COntrast Maximization 1) [L58], au probléme d’optimisation du
contraste défini, au signe pres, comme la somme des kurtosis des sources
estimées. Ce contraste a été initialement présenté par Moreau et al. dans [L56,
L57]. En outre, Moreau montre que ce critére est un contraste a la condition que

les kurtosis des sources soient de méme signe.

3.2.3. Maximum de Vraisemblance

L'objectif est de chercher les parametres du mélange qui maximisent la
probabilité d’occurrence des observations. Dans un mélange linéaire instantané,
ou le vecteur mélange x s’écrit x = As, on peut exprimer la pdf de y en fonction

des pdfs des sources s et du déterminant de la matrice de séparation B. i.e.

fe(x) = |det(B)|f;(s) = |det(B)ITT.-, f;,(s:) (3.29)

f(x) peut étre aussi exprimée en fonction des lignes b; de la matrice B par la

relation :

fe(x) = |det(B)| T2, f;, (b;x) (3.30)
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Si nous prenons maintenant I'ensemble des N échantillons indépendants et de
méme loi, du vecteur x, ie. x(1),x(2),..,x(N). La vraisemblance L de
I’obtention de cet ensemble peut s’écrire comme le produit de I"’équation (3.30)

évaluée a ces N points.
L(B) = [T)=[ldet BT}, f;, (bix ()] (3.31)

Il est souvent plus pratique d’utiliser le logarithme de la vraisemblance. On

obtient donc,
In{L(B)} = ¥N_1 XV_, In{f,. (b;x(n))} + N In(|det(B)|) (3.32)

En divisant par le nombre d’échantillons N, nous avons,

~In{L(B)} = TI_, ~2N_, In{f,, (bix())} + In(|det(B)])  (3.33)

D’autre part, par la loi des grands nombres, on a
%Zﬁzl ln{fsi (bix(n))} ~ E[ln{fsi (bix)}] Lorsque N est suffisamment grand.

D’ou,
~In{L(B)} ~ ¥!_, E[In{f;, (b;x)}] + In(|det (B)|) (3.34)
Ce qui donne,

p p
CIn(L@B)) ~ — Y H(bx) + In(det(B)]) = Y H(y,) + In(ldet(B))
i=1 i=1

(3.35)

46
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De nombreuses contributions exploitant le maximum de vraisemblance pour la
SAS ont été présentées, citons par exemple : Belouchrani et Cardoso [L61, L62],
Cardoso [L63], Amari [L64], et Moulines et al. [L65]. Il est important de noter que
Gaeta et Lacoume [L66, L67] sont les premiers a avoir montré la possibilité
d’utiliser le principe du maximum de vraisemblance dans le probleme de
séparation de sources pour le cas de mélanges linéaires instantanés ou convolutifs.
Pham et al. [L68, L12] ont aussi utilisé le principe du maximum de vraisemblance

dans la résolution du probleme de la SAS.

3.2.4. Information Mutuelle
L'information mutuelle (IM) est un critére permettant la mesure de la
dissimilarité entre la densité conjointe d'un ensemble de signaux et le produit des

densités marginales de chacune de ses composantes. Pour un vecteur aléatoire,

Yy = (ylf ""yp)Tr I'IM I(y), s’écrit :

_ o
I(y) = fygp fy(y)ln Hlefyi(yl‘)

dy (3.25)
fy(y) est la densité jointe du vecteur aléatoire y, et f, (y;) la densité
marginale des variable aléatoires y;, i =1,...,p. La divergence de Kullback-

Leibler entre les deux densités f,(y) et l_[lefyi(yi) est définie par :

f:lfyi(Yi)

DKL(fy(y)l M-, in) =~ fyep fy(y)lnn fy®»

fy(}’)

= Jp O 7, ,, 00

dy

dy (3.26)
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D’ou la relation suivante entre l'information mutuelle et la divergence de

Kullback-Leibler :
1) = D, (f, W |IT-1 f;,) (3.27)

L’IM peut étre aussi exprimée en fonction de I'entropie, H (équation 3.16).

p
f fO)in pry;y LDy = [ om0y - [ o] 500D
17yi y y i=1

=L HGy) —H(y) (3.28)

La divergence de Kullback-Leibler entre deux lois de probabilité f et g posséde
les propriétés suivantes :
1. Dk (flg) = 0, et s’annule seulement quand f = g,
2. Dy (f|g) estinvariante pour les transformations sur y, suivantes :
a. Permutation des éléments de y

b. Transformation nonlinéaires monotones

Ces propriétés font de l'information mutuelle un critere d’indépendance tres
intéressant pour le probleme de la SAS. Beaucoup de travaux ont fait I'objet du
probleme de minimisation de I'lM dans le cadre de la SAS et I'ACI [NL13, L16, L59,
NL3, L60]. En effet, la SAS basée sur la minimisation de [|'IM tend
asymptotiquement a la méthode du maximum de vraisemblance (ML : Maximum

Likelihood) [L16, Th2].
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3.3. CONCLUSION

Dans ce chapitre, nous avons exposé les plus importants criteres
d’indépendance utilisés en SAS. En effet, afin de restituer les signaux sources en se
basant sur I'hypothese maitresse, indépendance statistique des sources, nous
devons faire appel a I'analyse en composantes indépendantes, et dans ce cas, il est
indispensable de trouver une mesure d’'indépendance statistique. Cependant, la
non-gaussianité, l'information mutuelle, et le maximum de vraisemblance,
peuvent constituer une mesure d’'indépendance statistique a partir de laquelle le

probléme de la SAS peut étre résolu.




SAS basée sur UIM

CHAPITRE 4

SAS basée sur I'lM

4.1. INTRODUCTION

Nous avons vu dans le chapitre précédent que l'information mutuelle (IM)
entre deux variables aléatoires n’est rien que la divergence de Kullback-Leibler
entre leurs densités de probabilité. Cette approche possede plusieurs avantages
par rapport aux autres approches. Parmi ces avantages nous citons :

1. Pour les mélanges linéaires instantanés, la qualité de séparation par I'lM
converge asymptotiquement au maximum de vraisemblance (ML) [L16]

2. Contrairement a quelques critéres d’indépendance (cumulant s’ordre 4, par
exemple), L'IM n’a aucune approximation, i.e. s’annule si et seulement si
les signaux sont indépendants. Par conséquent, elle peut étre utilisée pour
des types de mélanges plus complexes (mélanges nonlinéaires par
exemple)

3. L'IM peut étre l'origine d’autres approches plus améliorés pour la

séparation de différents autres modeles séparables [NL28]
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4. Dans [NL28], les auteurs ont montré que I'IM n’a pas de minima locaux.

Pour la minimisation de I'lM pour les deux types de mélanges : linéaires
instantanés et post nonlinéaires, nous avons besoin de calculer |'expression
analytique de son gradient. Cependant, une des méthodes du calcul du gradient de
I'IM passe par I’estimation des fonctions score [L32].

Dans ce qui suit nous présentons la notion de fonctions score, leurs propriétés
les plus importantes, exemples de méthodes de leur estimation, et les principes de
calcul du gradient de I'IM pour les deux types de mélanges : linéaire instantané et

post-nonlinéaire.

4.2. FONCTIONS SCORE
Les fonctions score sont utiles pour I’évaluation de I'expression du gradient de
I'IM. Cependant, dans ce qui suit nous présentons les différents types des

fonctions score.

4.2.1. Fonction Score d’une variable aléatoire
Pour une variable aléatoire x, la fonction score ,(x) est définie par

I’expression suivante :

din(px@) _ P
dx  pe(®)

Y, (x) £ - (4.1)

Ou: p,(x)estlapdfdex, et p,(x) sadérivée parrapporta x.
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4.2.2. Fonction Score Marginale (MSF)

Par définition, la fonction score marginale d’'un vecteur aléatoire,

T . .
X = (xl, ...,xp) , est le vecteur des fonctions score de ses composantes. i.e.

P () 2 (P, (1), s, () )T
Ou:

d ln(pxi(xi)) Px; (xi)
d x; - Pxi(xi)

lpxi (xi) = — (4-2)

4.2.3. Fonction Score Conjointe (JSF)
La fonction score conjointe (Joint Score Function, JSF), ¢, , du vecteur

aléatoire x, est le gradient de la fonction : —In(p,(x)), i.e.

T
0.0 = (91(2), .., 9, () (4.3)
Ou:
d In(px(x)) %px(x)
@;(x) £ — PR — (4.4)

4.2.4. Différence des Fonctions Score (SFD)
On définit la différence des fonctions score, B,, du vecteur aléatoire x ,
comme la différence entre la fonction score marginale et la fonction score

conjointe du méme vecteur x. l.e. :

Bx(x) £ P, (x) — ¢, (x) (4.5)
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Cette fonction score contient beaucoup d’information relative a

I'indépendance statistique des éléments du vecteur aléatoire x.

4.2.5. PROPRIETES DE LA SFD
Comme déja mentionné ci-dessus, la SFD possede plusieurs propriétés qui
peuvent étre exploitées dans le cadre de [l'estimation des composantes

indépendantes d’un vecteur aléatoire.

Propriété 1
T . , .
Les Composantes du vecteur x = (xy,..,x,) sont indépendantes si et

seulementsi B,(x) =0,i.e.:
@x(x) = P, (x) (4.6)

Propriété 2
, . T
Pour un vecteur aléatoire, x = (xl, ...,xp) , hous avons :

B:(x) = aixiln[p(xl, ey Xi— 1, Xi41) ...,xplxi)] (4.7)

telle que : fB;(x) est la i*™® composante de B,(x).

Par exemple, dans le cas bidimensionnelle, x = (x;, x,)7, nous avons :

B (x) = [B1(x1,x3), ﬁz(xl,xz)]T

Donc, a partir de (4.7) nous pouvons écrire :

B1(x1,%5) = 5 In[p(xa]x1)] (4.8)
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B2 (x1,%5) = 5= Inlp(x1[x,)] (4.9)

Autrement dit, B;(xq,x;) =0, si p(xy|x;) ne dépend pas de x; , (x; et x, sont
indépendants). Dans le cas de dimension p, B;(x) = 0 si x; est indépendante des

autres composantes de x, i.e.

p(xl,... Xie1y X1y eer X |x) p(xl, ey Xi 1y Xjg 1y oo p) (4.10)

Ou bien

p(.X') - p(xlﬂ ey Xj— 1 X1y on p)p(x) (411)

Propriété 3
Soit x un vecteur de densité p,(x) et une JSF @,(x), et si f(x) est une

fonction multivariable dont les dérivées partlelles — (x) sont continues, et si

lim, S
xl—)i_oo xl,...,xi_l,le,...,xp

f () px(x)dxy, ..., dx;_1,dX; 44, ..., dx, = 0 (4.12)
Alors nous avons,
E(f (9,0} = E 7= ()} (4.13)

Il est a noter que I'équation (4.12) est vraie pour la plupart des signaux
physiques ol p,(x) décroit rapidement quand ||x|| tend vers l'infini. En effet, la

majorité des signaux réels sont bornés, ce qui vérifie, donc, 'équation (4.13).
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Propriété 4

. . T
Pour un vecteur aleat0|re, X = (xl, vy xp) nous avons :

Y (x) = E{p;(x)|x; = x} (4.14)

Sans perte de généralité, prenons (i = 1) , pour démontrer la relation (4.14).

Dans ce cas, nous écrivons :

E{p(x)|x } = fx . @1 (x)p(x2, ...,xplxl)dx2 . dx,

2

Ipx(®) -

= - 0x1  PxX)

= fxz,,__,xp px(x) px1(x1) dxz i dxp

B Pxq(x1) 0x1 “X2,%p Px Xy e AXy, ‘

1 d
- — Py, X
Pxq(x1) 0x1 pxl( 1)

=11 (x1)

Ce qui démontre 'équation (4.14). ]

A partir de la propriété (1), nous savons que si la composante, x; , du vecteur
x, est indépendante des autres variables alors ¢;(x;) = ¥;(x;). Cependant, la
propriété (4) montre que si les autres variables dépendent de x; , ¢;(x;) n’est plus
égale a Y, (x;), mais sa moyenne reste toujours égale a 1;(x;). C'est-a-dire que la
dépendance statistique peut entrainer des fluctuations dans ¢;(x;), mais qui sont

autour de sa moyenne. L’'exemple suivant montre I'utilité de la propriété (4).
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e Exemple
Soit s; et s, deux variables aléatoires indépendantes uniformément

distribuées sur l'intervalle [-0.5, 0.5]. On définit les variables aléatoires x; et x,
par :

{xl =5

Xy =Sy + ks (4.16)

Pour k = 0, x; et x, sont indépendantes. Mais, si on varie k, 1, (x;) ne change
pas puisqu’elle ne dépend pas de k, tandis que, ¢;(x;) varie autour de ¥, (x;) ,
qui est sa moyenne constante. La figure (4.1), montre ¢;(x;) et y;(x;) estimées
pour k = 0.5.

Dans ce cas, on peut dire que la SFD est, en fait, une mesure des variations de

la JSF autour de sa moyenne (valeur lissée : smoothed value).

Fig. 4.1. ¢, (x1) et 1 (x1) en cas de dépendance statistique.

Propriété 5
Pour = Bx , ou x et y sont deux vecteurs aléatoires, et B une matrice carrée

non-singuliere, alors

9,() =BT, (x) (4.17)
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4.3. ESTIMATION DES FONCTIONS SCORE
Nous avons vu dans les sections précédentes, que le gradient de I'IM est
équivalent a la différence des fonctions score (SFD). Cependant, pour évaluer cette

SFD, nous avons besoin d’estimer les deux fonctions score : MSF et JSF.

4.3.1. Estimation de JSF

Dans ses travaux de doctorat, Babaie-Zadeh [TH2, NL40] a présenté deux
méthodes d’estimation de ¢, (x). la premiére méthode est I’estimateur a noyau.
Dans la deuxieme méthode, il suppose que ¢@;(x) est une combinaison linéaire de
fonctions multivariables.

e Estimateur a noyau

Dans cette méthode, on définit un noyau multivariable de la forme :k(x) =
k(x1, ..., x,) comme une pdf d’un vecteur aléatoire & moyenne nulle. Dans ce cas,

k(x) est dit un noyau si et seulement s’il vérifie les conditions suivantes :

a) Vx e RP ,k(x) =0
b) [, k(x)dx =1

c) Jpp xk(x) dx =0

En effet, cet estimateur est désigné pour l'estimation de la pdf des
observations a partir de combinaisons linéaires des fonctions noyau. Ces noyaux
sont centrés aux valeurs des échantillons.

Les noyaux sont souvent des densités de probabilités symétriques et
unimodales. Pour une variable aléatoire X, I'estimateur a noyau de p, (x) a partir

des observations {x, ..., xy } s’écrit comme suit:
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n 1 1 X—X;
Be () = LRI ke (x — ) = 30 ke (22) (4.18)

Ou h est la largeur du noyau (appelé aussi : parametre de lissage)
k(.) n'importe quelle pdf symétrique par rapport a zéro, et k, (x) = %k(x/h)

Les noyaux les plus utilisés sont :

e Noyau d’Epanechnikov

k(x) =%(1—x2) x| <1

e Noyau a pondération triple (triweight)

K =2@-2P <1
x—32 X X| =

e Noyau Gaussien

k() = e P ¥
xX) =—e —©0 < x <+
\V2m
D’autres noyaux peuvent aussi étre utilisés tels que : noyau uniforme, noyau

triangulaire, etc. La figure (4.2) présente lallure de quelques noyaux

monovariable.

Uniform Epamechnikow Biwaight

N

hY

Gauss Triangular

.-/.- \-\.

! ,

Fig. 4.2. Exemples de Noyaux
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Dans le cas multivariable, le noyau gaussien de dimension p s’écrit :

1 _1,r
k(x) = =€ nZ* X (4.19)

Et dans ce cas l'estimateur de la pdf a partir des observations blanchies

{x{,...,xy} est donné par:

Do) = < ZI Jey (x = x7) (4.20)

Le role du blanchiment des observations, est de considérer le méme h dans

toutes les directions x; , et par conséquent, I'estimateur est dit isotropique.

La figure (4.3) montre l'idée derriere I'estimation a noyau de la densité de
probabilité dans le cas monovariable en utilisant le noyau gaussien ainsi que I'effet
du choix du paramétre de lissage h. Il est a noter que la forme du noyau n’est pas
trés déterminante pour la qualité de I'estimation contrairement a la valeur de h .
en fait, si h est choisi trop petit, la pdf estimée sera trop fluctuante, et s’il est choisi
trop grand, on aura une mauvaise forme de la pdf. Dongc, il faut choisir une valeur

qui vérifie certains criteres d’optimalité.
Pour des données blanchies, une expression heuristique de h est donnée par :
h=cN Ve (4.21)

c est une constante qui dépend du type du noyau utilisé. Pour un noyau

gaussien |'expression de ¢ est donnée par :

1

c= (L)m (4.22)

2p+1
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Alors,

Pour p=1,c=1.06,alors:
h ~ 1.060,N~1/5 (4.23)
ou o, est |’écart-type de X.

N //‘}Q o

V) LR AN
" V4 e W W
Y NSRS
-l = o 3 i i m = W b1 A

Fig.4.3. Estimateur a noyau de densité de probabilité. Influence du choix de h.

Puisque l'estimation des fonctions score est liée a |'estimation des pdf des
observations comme montré par I’équation (4.4), 'estimateur a noyau de la i*™®

composante @;(x) est donné par:

7 def aixlﬁx(x) erv=1aixik(x_xr) .
Pi(0) & — = = — S (4.24)

D’autres estimateurs peuvent étre utilisés pour I'estimation des pdf, tels que :

I’"histogramme, I'estimateur naif, ...etc.
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e Estimateur a Erreur Quadratique Moyenne Minimale (MMSE)

Cette estimateur est basée sur propriété 3, en considérant une modélisation
paramétrique de ¢@;(x). dans ce cas, @;(x) est mise sous forme de combinaison

linéaire de fonctions multivariables {k;(x), ..., k,,(x)}, i.e.

@;(x) = Xy wik; (x) = kK" (x)w (4.25)

ou, k7(x) = (ki(®), ...k, (1)) et w=(wp,..,w,)"

Le vecteur des parametres,w, peut étre obtenu en minimisant le critere

d’erreur suivant :

e = E{[o;(x) — ¢,(x)]%} (4.26)
A partir du principe d’orthogonalité [B1], nous avons :

E{k()[p;(x) — ¢;(x)]} =0 (4.27)

En utilisant propriété 3 (équation 4.23) on obtient
E{(k(0)k" (x)}w = E {2= (x)] (4.28)

4.3.2. Estimation de SFD

La fonction score différentielle peut étre estimées a partir des estimées de
MSF et JSF indépendamment, i.e. estimer MSF et estimer JSF puis estimer la SFD

par la relation :
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Bx(x) = l’I\}x(x) - (,P\x(x) (4.29)

Mais, la minimisation de E{[¢;(x) —@;(x)]?} et E{[t/)i(x)—t/?i(x)]z}
indépendamment, ne minimise forcément pas E{[ﬁi(x)—ﬁi(x)]z}. Dong, il est
important d’estimer B,(x) directement. Une méthode pour ce faire, est d’estimer

MSF a partir du lissage de I'estimée de JSF et puis utiliser (4.29) pour I'estimation

de SFD.

Dans la section suivante, nous allons présenter les principes de minimisation
de I'information mutuelle basés sur I'estimation des fonctions score dans le cadre

de séparation aveugle de sources.

4.4. MINIMISATION DE L'IM

Dans ce qui suit nous allons voir comment est ce que la minimisation de I'lM
peut étre utilisée pour lI'estimation et la séparation de mélanges instantanés

linéaires et post nonlinéaires.

4.4.1. Mélanges linéaires instantanés

Comme montré dans le chapitre précédent, pour un vecteur aléatoire

T ’ . , .
y = (y1,-,¥) ,'IM est donnée par I'expression

B py(¥) }
I(y) = yf ”y(y)l”{—ni;lpyi I

. ZH(yi) —H()
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Ou H désigne I'entropie, i.e. H(.) 2 —F {ln (p(.)( ))}

Nous savons que I(y) est toujours non négative, et s’annule quand

py@) =TT—, vy, 0),

C'est-a-dire : lorsque yj, ..., ¥, sont indépendants.

Afin de trouver le minimum de I(y), on peut prendre I'algorithme de descente
du gradient pour le chercher. Pour un mélange linéaire instantané, la matrice de
séparation B, doit étre estimée en minimisant I'IlM de y = Bx, et dans ce cas, la
mise a jour de B s’écrit

al
B«B—u2® (4.30)

0B

A . ) . . ol
Ce qui nécessite I'estimation de %

A partir de la relation

_ px(x)
) =1 (4.31)

Et en prenant le logarithme des deux membres, nous aurons

in (py ) = In(px(x)) — In(|det (B)]) (4.32)

Le résultat intéressant est que dans l'équation (4.32), la pdf conjointe
s’exprime par la somme d’un terme fixe (qui ne dépend pas du systeme de
séparation) et un terme qui ne dépend pas de la pdf conjointe.

En combinant les équations (4.32), celle de I(y) et celle de H(.), on obtient

I(y) = X H(y;) — H(x) — In(|det(B)|) (4.33)
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Puisque H(x) ne dépend pas de B, et donc disparait en dérivant I(y), alors

al , .
Ay s’écrit
dB

20 = E{p, (02"} - BT (4.34)

T
Oou y,(y) = (’Pyl U1, Py, (yp)) est le vecteur des fonctions score marginales.

Afin d’avoir des performances indépendantes du mélange (principe
d’équivariance, [L67]), on utilise le gradient naturel ( relatif ), VgI dont I'expression

s’écrit :

= = E{B, )"} (4.35)
Vsl £ 2 BT = E{B,(»)y"} (4.36)

La mise a jour de B devient donc:

B=(I;—uvgB (4.37)

I; estla matrice identité.

La figure (4.4) présente les étapes principales de I'algorithme de séparation
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Estimer B, (y) I

Vsl = E{B,»)y"} |
v

B=(I; —uvzDB

v

Diviser la ligne i de B par o;
ol ;2 est I'énergie de y;

Séparation achevée

? ~
Convergence * §=y

Fig. 4.4. Algorithme de séparation dans le cas linéaire instantané
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4.4.2. Mélanges post-nonlinéaires

Pour la séparation de ces mélanges on adopte la structure présentée dans la

figure (4.5) (déja vue dans le chapitre 2).

L’ > fl > X1 > gl VAN _%

Y
—> Copl f, —b . ——d g F» —Z

p

+— Systeme de mélange —>!€4—— Systeme de séparation e

Fig.4.5. Structure de séparation dans un mélange post-nonlinéaire

Pour la minimisation de I'lM, la méme idée est utilisée dans le cas du mélange
post-nonlinéaire. En effet, pour ce type de mélanges, la relation entre p,(y) et

P, (x) (voir Fig. 4.5) est multiplicative

Px(x)
_ 4.38
PO = g 38

Ou xest le vecteur observé, et g;(x;) sont les dérivées des fonctions
nonlinéaires inverses.

L’'information mutuelle des sorties s’écrit alors sous la forme suivante :

1(y) = X Hy) — H(x) — In(|det(B)]) — X, E{in|g; (x) [} (4.39)
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Afin d’évaluer le gradient de I'lM, supposons que x est un vecteur aléatoire

borné, et soit A un vecteur aléatoire petit de méme dimension que x, donc [L32] :

I(x+A)—I(x) = E{ATB,(x)} + 0o(A) (4.40)

Ou p, est la différence des fonctions score (SFD : Score Function Difference)
de , et 0(A) sont les termes d’ordre supérieurs de A.

Rappelons que pour une fonction multivariable dérivable f(x) nous avons :

flx+A4) - f(x) =AT. (Vf(x)) + o(A) (4.41)

En comparant cette équation avec I’équation (4.40), nous pouvons remarquer

que la SFD est le gradient stochastique de I'lM.

Le point le plus important est que les sources sont séparées a un facteur et
une permutation prés avec la disparition de I'ambiguité nonlinéaire (sans
distorsion nonlinéaire), a condition que les sources soient réellement mélangées a
la sortie de la partie linéaire : i.e. il y a au moins deux éléments non nuls dans

chaque ligne ou colonne de la matrice de mélange.

Contrairement au cas linéaire instantané, nous avons besoin de calculer les
gradients de I'lM par rapport aux parametres du systeme de séparation : la matrice
B et les fonctions g; . et puis utiliser I'algorithme a descente du gradient sur ces

parametres pour la minimisation de (y) .

Le calcul du gradient par rapport a B est déja donné précédemment :

= = E{B,()7") (4.42)
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Le gradient naturel s’exprime donc par (voir Equation 4.37) :

Vel = E{B,(»)y"} (4.43)

La deuxiéme étape consiste a calculer le gradient de I(y) par rapport aux
fonctions g; . Pour ce faire, supposons qu’il y a des petites perturbations dans ces

fonctions : i.e.
gi=9it&°y (4.44)
Ou ¢; indique une fonction petite. (4.44) est équivalente a :
2, =z +¢&(z) =2z +6; (4.45)
Ou 6; 2 &;(z;), et par conséquent :

y2Bz=y+6 (4.46)

ou &= (6;,..,6,) .

Dans ce cas, I'effet de cette perturbation sur I(y) est de la forme [TH2] :

1) - 1(y) = E{8"B" B, (3)} (4.47)
Soit

a(y) £ B"B,(y) (4.48)
Alors

13) —1(y) = E{6"a(y)}

=Y E{e;(z)a; ()}
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= E{gi(zi)E{ai ()’)|Zi}} (4.49)

=Y [ &@DE{a; W)z = z}p,,(2)dz

Finalement, a partir de (4.48), le gradient naturel de I(y) par rapport a g; est

alors :

V,1(z) = E{a;(¥)|z; = z} (4.50)

La regle de Descente du gradient pour les parametres du systeme s’écrit donc :

B=(;—wuVg)B
(4.51)
Zp =2z — MZVgiI(Zi)

Les équations (4.43) et (4.50) sont utilisées pour le calcul de (4.51), ou
I'espérance dans (4.45) est remplacée par la moyenne empirique. Cependant, pour
le calcul de I'espérance conditionnelle dans (4.50) on peut utiliser soit une
méthode paramétrique (régression en fonction de (z;, «;), ou bien une méthode

non paramétrique et dans ce cas on peut utiliser un lissage par splines.

La figure (4.6) présente I'algorithme de séparation pour le mélange PNL.
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B=Id ,Z=.X'I

la

<

y =Bz

Y

Estimer B, (y) I

v

a(y) 2 B"B,(y) I

\4

EstimerV, I(z),i=1,..,p

y

zi =2 — Vg I(z),i=1,..,p

A 4

Splines par exemple,

(Zi' ai)

}

Remplacer la diagonale de VgI par
2 2
(O'yl -1, s Oy = 1)

Estimer g; a partir des couples (z;, x;)

v

Normalisationdes z; ,i =1, ... ,p

A 4

B =Bdiag (6, ,...,5,)) |

v

Estimer Vgl , équation (4.45) I

Y

!

B =, — VDB |

v

Convergence ?

lOui

Séparation achevée
S=y

Fig. 4.6. Approche du gradient de I'IM pour la séparation des mélanges PNL
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4.5. CONCLUSION

Dans ce chapitre, nous avons présenté les principes de séparation de sources
pour les deux types de mélanges : mélanges linéaires et nonlinéaires particuliers.
Ces modeles non linéaires appelés post-non linéaires, sont physiquement
plausibles et présentent des propriétés de séparabilité sans distorsion tres
intéressantes. La méthode de séparation repose sur la minimisation d’un critére
d’information mutuelle, qui nécessite I'estimation des dérivées logarithmique des

pdf inconnues des sorties (fonctions score).
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CHAPITRE 5

Réseaux de neurones en SAS

5.1. INTRODUCTION

Dan ce chapitre, nous présentons les contributions de ce travail. En effet, les
principaux éléments de ce chapitre se résument par les points suivants :
e l'estimation des fonctions score marginales en estimant les pdf
marginales par un réseau de neurones multicouches (MLP) [L69].
® nous proposons un algorithme de séparation de sources de mélanges
linéaires instantanés en utilisant une minimisation sous contraintes de
I'IM et en intégrant ['estimateur neuronal des fonctions score
marginales dans l'algorithme [L69].
e Nous présentons aussi un algorithme de séparation de sources de
mélanges PNL en utilisant une modélisation neuronale de I'étage de

séparation, ou les expressions du gradient ainsi que les équations de
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mise a jour des poids et des biais sont exposées dans un contexte

d’apprentissage non-supervisé [NL34].

5.2. MINIMISATION SOUS CONTRAINTES

Il est important de déduire, a partir de la divergence de Kullback-Leibler, que
I'information mutuelle est toujours positive et n’est nulle que si et seulement si
py = [1; py,, c'est-a-dire, ssi les composantes y; sont indépendantes. En fonction

de I'lM, cela s’écrit :
Pour des mélanges linéaires instantanés
miniI(y) =0
B
Et pour des mélanges post-nonlinéaires instantanés :
mini(y) =0
B,g

Cette minimisation est discutée en détail dans les sections précédentes.
Cependant, pour remédier au probleme de I'ambiguité d’échelle, et stabiliser
I'algorithme de minimisation, une minimisation sous la contrainte de normalisation

des puissances des sources estimées est proposée.

En procédant a mettre les puissances des entrées égales a 1, la minimisation

sous cette contrainte devient :

- Minimiser I'IM du vecteur du vecteur sortie y

1) =J, pyin {py—(y)} dy (5.1)

Hle Pyi(Yi)
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Sous la contrainte

(62 -1)"=0, i=1,..,p (5.2)
Ou Ufi = E{(y; —m;)*}, m; = E{y;}
Pour résoudre le probleme (5.1), on utilise le Lagrangien associé :

20) = 1) + Aa, (5.3)

Oou

A= () et oy=((of =1 (0, 1))

A; sont des constantes réelles positives.
0 est le vecteur des parametres de minimisation qui dépend du mélange.
Si nous notons
2
2 _
(Uyl 1)

p
(=270, = (2, .., 1) : = Zﬂi(aﬁ - 1)2
: i=1

Alors

2(0) = I1(y) + C(0) (5.4)
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La solution du probleme (5.4) devient équivalente a celle du probleme

d’optimisation sans contraintes suivant

optimum{£(0)} = optimum{I(y) + C(0)} (5.5)

Puisque (5.5) dépend du modele du mélange, nous allons considérer dans ce

qui suit le mélange linéaire instantané.

La solution peut étre calculée par utilisation de I'algorithme de descente du

gradient.

Dans ce cas (5.5) s’écrit

max min{é(B, 4y, ..., 4)} = max min{I(y) + C(y, 41, .., 4,)} (5.6)

A I'optimum, nous avons

de _ 06 _ .
B~ ar o T oeb
Oou
de _ di(y) dC(y.A1,-p)
dB ~ dB + dB (5.7)
Et
2= (o2 ~1)" iz 1,p (5.8)
61" i ) ) ") .
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Puisque dans un mélange linéaire instantané, comme déja vue au chapitre(2),
le vecteur de sortie s’écrit y = Bx , et son information mutuelle, I(y) ,est

donnée par la relation

p
19) = ) HO) — H@) — In(ldet(B)])
i=1

Dans ce cas, puisque H(x) est indépendante de la matrice B, on a

diy) _ yp dHG) _ din(ldet(B))
dB i=1 4B dB

(5.9)

Or, d’une part :

idH(yi) _ _iE d in(p,, (7))

dB dB
i=1 i=1

{zﬁyi(yi) dy; }
pyi(yi) dB

Il
I
i
3

= E{$p,0)x"} (5.10)
Ou ¥, (y) est le vecteur des fonctions score marginales de y

D’autre part, on peut montrer que:

din (|det (B)]) _

— BT (5.11)

dl
Et enfin 'expression de % devient

0 = Efy,a"} - BT (5.12)
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Le gradient du terme C(y,/ll, ...,Ap) par rapporta B, est donné comme suit :

dlyrty) _ 4 diag(Aq, ..., A,))E{wx"}, pour m;=0,i=1,..,p (5.13)
dB 9 p

Oou
w = (wl, ...,wp)T avec  w; = (E[y?] — Dy;

Finalement, I'expression du gradient par rapport a B peut s’écrire sous la

forme suivante :

% = E{p,x"} — BT + 4 diag(2y, ..., 4, ) E{wx"} (5.14)
et
j_i = (62 -1)" ,i=1,..p (5.15)

Il est clair dans (5.14), que nous avons besoin d’estimer les densités de
probabilité marginales p, (y;) afin de calculer par la suite les fonctions score
marginales ¥, (y;) correspondantes. Le paragraphe suivant a pour objet d’exposer
notre méthode d’estimation des pdf marginales. Dans la section suivante, nous
présentons une méthode d’estimation de pdf basée sur réseau de neurone et plus

précisément sur un réseau multicouche (MLP : Multi-Layer Perceptron).
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5.2.1. Estimation de la fonction de densité de probabilité

L’approximation des fonctions de densité de probabilité par des réseaux
feedforward a été initialement introduite par White [pdfl]. Pour un probleme
défini dans RP, I'architecture du réseau consiste en p élément d’entrée, H
élément dans la couche cachée et un élément dans la couche de sortie, comme il

est présenté par la figure suivante :

X1

X2

N(x)

Fig. 5.1. MLP Adopté pour 'estimation de densité de probabilité

A partir de la figure ci-dessus, nous avons les équations suivantes

N(x) = exp(Zf-"zlvjsgm(cj)) (5.16)

Ou sgm(.) est la fonction logistique (sigmoid), i.e.
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1

sgm(G) = 155

Et c; est 'entrée du i°™ élément de la couche cachée.

G =Xi_ Wix; + (5.17)

Le réseau est adapté en ajustant I'ensemble des parametres w;;, u; et v

(i=1..,p),et G=1,.. H)

pour étre plus précis, notons I'ensemble des parametres du réseau par 0, et

par conséquent la sortie du réseau devient N(x, 0).

L’apprentissage du réseau se fait en minimisant la fonction de vraisemblance

logarithmique négative des données par rapport aux parametres du réseau [pdf2].

Dans le cas multidimensionnel x(k) € RP, (k =1, ...,n), ou n est la taille de
I’échantillon. Léchantillon est supposé suivre une loi de probabilité p(x) inconnue,

que nous voulons approximer.

Le modele paramétrique, py(x, @), de la densité de x est donnée par la

fonction suivante :

N(x,0)

_— (5.18)
Jzp N(¥.8)dy

Py (x' 0) =

Ou le vecteur des parametres @ est ajusté en minimisant le logarithme du

maximum de vraisemblance négatif de py(x, 8), i.e.
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L(0) = — Xi- In{py (x(k), 0)} (5.19)

En remplagant py (x(k), @) par son expression (5.18), on obtient

£(0) = — ¥_, n{N(x(k), 0)} + n In { Jo N(x, e)dx}
= —Y"_ In{N(x(k),0)} + nIn(y) (5.20)

avec

Ig = [, N(x,0)dx (5.21)

En pratique, en remplace RP de (5.21) par le support de x qu’on définit par :
T .
Sx = {x = (xl, ...,xp) € RP , 4 < X; < bi ,Vl} (522)

Puisque le support de x est inconnu, il est estimé par I’estimateur suivant :

[a;,b; | = [ming=y _, x;(k) ,max;—y _, x;(k)] (5.23)

Dans ce cas, I’équation (5.18) devient comme suit :

N(x,0)

7 (5.24)
Js N@.8)dy

Py (x' 0) =
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L’apprentissage du réseau N(x, 8) s’effectue en cherchant I'optimum 6%, du
vecteur des parameétres @ conduisant a la valeur minimale £(0*) de L(8). Cette
recherche peut étre effectuée en utilisant une des méthodes de descente du

gradient (rétropropagation du gradient, quasi-Newton, ...etc.).

Cependant, la minimisation de (5.20), nécessite le calcul de son gradient par

. , L
rapport aux parametres du réseau 8;, —

26"
Le gradient de (5.20) s’écrit alors :
9L~ ON(x(k),8)/06, , ., e/06,
00, L NGW,® "

(5.25)

L’équation (5.25) contient deux membres :

e La premiere partie de la formule du gradient peut étre explicitement et
facilement calculée, dN (x(k),8)/96;
e Par contre, le terme dly/06; nécessite le calcul de l'intégrale, et par

conséquent choisir une méthode numérique pour ce faire.

Afin d’éviter le calcul de lI'intégrale Iy, on propose la modélisation de la densité
des données par une densité de loi exponentielle. Dans le cas monodimensionnel,
cette modélisation s’écrit :

N,(x, ) exp(8yx + -+ 5,x%)

pa(x,6) = — = b
J, Ny, ®)dy [ exp(81y + -+ qy?)dy

(5.26)
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ou

d estla dimension du modele,

(6;, i=1,..,d) lesparamétres du modeéle.

Cette modélisation est utilisée pour les avantages suivants :

1. Les densités exponentielles s’adaptent pour la modélisation de la plupart
des densités usuelles (normale, uniforme, exponentielles, ...etc.)
2. Cette modélisation est utile pour une bonne initialisation du réseau MLP

(Fig. 5.2).

Dans le but d’estimer le modele (5.26) on propose I'architecture de la figure ci-

dessous

N, (x)

Fig. 5.2. MLP utilisé pour I’estimation du modele (5.26)
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On peut penser qu’au lieu de chercher a estimer directement la fonction de
densité de probabilité, on estime tout d’abord la fonction de répartition (cdf)

correspondante et cela pour les deux raisons suivantes :

1. Lafonction de répartition est plus facile a estimer grace a sa forme
2. L'utilisation de la fonction d’activation logistique dont la sortie est d’une

forme tres semblable a une fonction de répartition (voir Fig. 5.3).

1/(1+exp(-x))

Fig. 5.3. Fonction logistique
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Rappelons que la fonction de répartition Fy d’une variable aléatoire continue

X de densité de probabilité de loi py se définit par I'’équation suivante :

Fx() =px(X <x) = [*_py()dy (5.27)

Dans le cas discret

FeO) =py(X <x) =Xiopx(%) o 0 <xp <o < x (5.28)

Pour finir avec l'initialisation on adopte une des méthodes de modélisation

non paramétrique telles que I’histogramme, la méthode a noyau, ...etc.

Apres l'apprentissage du réseau, la fonction de densité de probabilité peut

étre calculée de la maniére suivante :

Nous avons
dFx (x)
px(x) === (5.29)
et
P _ _ VH 1 _ VH
FX(x) = N () = j=1Yj <1+expi2£}—(2;i:1Wﬂ-xi+u}-)}> = Zj=1Y% (5.30)
tel que : = -
elque: 4 = 1+expi2£}—(2;izlwﬁxi+uj)}
Par conséquent
A dFfy(x)  dN,(x) dz;
Py (x) = ;(x =0 = i d_xj (5.31)
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avec

dzj ot

—L=1 (1 -z)z (5.32)
et

. d Zflz wi xi4u; B

Ly () = - ( — 1) - Zwy Lx (5.33)
En fin

px(x) = Zszlvjl:j (x)z (1- Zj) (5.34)

Grace a la forme de la fonction sigmoide, Figure (5.3), le réseau de la figure

(5.2) se réduit au réseau de la figure ci-dessous (Fig.5.4)

N, (x)

Fig. 5.4. Architecture utilisée pour I'estimation
de la fonction de répartition
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5.2.2. Exemples

e Exemple 1

Soit X et Y deux variables aléatoires scalaires telle que X~U[—4,—2] : i.e. une

variable aléatoire uniforme dans l'intervalle [-4,-2], et Y~N(5,1) : i.e. une variable

aléatoire gaussienne de moyenne 5 et de variance 1. La figure (5.11) présente les

fonctions de répartition ainsi que les fonctions de densité de probabilité

théoriques correspondantes.

X-U [-4,-2]

0.9F

0.8f

0.7f

0.6

0.5F

Px

0.4F

0.3F

0.2F

0.1

-1.5

Y~N(5,1)

0.9f

0.8F

0.7F

0.6

0.5F

Py

0.4

0.3f

0.2F

0.1

(a)

(b)

Fx

Fy

0.9F

0.8

0.7f

0.6

0.5F

0.4F

0.3F

0.2f

0.1

0.9f

0.8F

0.7F

0.6

0.5

0.4

0.3f

0.2F

0.1

Fonction de répartition de X

-3.4 32 -3 28 -26 24 22 -2

Fonction de répartition de Y

Fig. 5.5. Fonctions de densité de Probabilité (a gauche) et Fonctions de répartition (a
droite) - (a) : X~U[—4,-2], (b) : Y~N(5,1)
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En prenant un nombre d’échantillons N = 2000, le réseau est adapté pour
différentes valeurs de d en utilisant M = 50 échantillons uniformément répartis
sur le support de définition. Les paramétres du réseau sont adaptés en utilisant

I'erreur quadratique moyenne (MSE) comme critere de performance.
1 1 2
MSE = — %, (e)? = — 3L, (F; — Ne(x)) (5.35)

ou

F; est la cible (estimateur non paramétrique)

N, (x;) est la sortie du réseau.

la figure (5.6) présente les résultats obtenus des fonctions de répartition

estimées ainsi que les pdf correspondantes pour (d = 1).

Fonction de répartition Fx estimée . Fonction de densité de probabilité Px estimée
Px estimée
_ df réelle
Wk NN i o6k p
ﬂ
0.8 B 0.5f / \
0.6 g 0.4 4
& &
0.4} , 0.3F 1
0.2f g 0.2 4
0 0.1 q
0.2 0
‘45 4 3.5 3 2.5 2 -15 4.5 4 3.5 3 2.5 2
X X
(a)
Fonction de répartition Fy estimée Fonction de densité de probabilité Py estimée
1.2 0.45
hist Px estimée
. — NN 0.4F pdf réelle
0.35F |
0.8
0.3f
0.6 b 0.25F
T &
0.4} 0.2f
0.15f
0.2f
0.1f
0 0.05f ‘\ -
0.2 L L L L L L L L b 0 L L L L
0 1 2 3 4 5 6 7 8 9 1 2 3 4 5 6 7 8
y

Fig. 5.6. cdf et pdf estimées et réelles (d=1, N=2000) - (a) : X~U[—4,-2],
(b) : Y~N(5,1)
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La figure suivante montre I'effet de la dimension d sur la qualité d’estimation :

Fonction de densité de probabilité Px

estimée

1 T T
----- d=1
----- d=6
0.8 d=8
o7H d=10 .
----- pdf réele

0.6 T

‘..:.--»-“‘."
Py —— ----‘a’-""lt

0.51 R ottt '-o‘.f“‘-::::f,v“-- 7

x
o L5 1
| sl &Q st
h ~J1
0.4 F 1 .
i i
0.3+ i i .
i ;
0.2} i i -
i i
1 1
0.1r ! i _
1 1
0 : 1 1 1 :
-4.5 -4 -3.5 -3 -2.5 -2 -1.5
X
Fonction de densité de probabilité Py estimée
0.45 T T T T T T
----- d=1 275
0.4 - Pyt iy .
d=4 f;/ %
_____ d=6 A 2,
0.351 d=8 a s‘.\‘ _
= ;' 3,
.......... d=10 ”' v,'\‘
0.3 b % —
----- pdf réele #{’ ‘&:\
2 Gy
0.25¢ J B .
XY
v?i\
2 02r f L5 7
I )
0.15} é' £ 1
¢ %
0.1r 5'4;' \;\ .
5, 3
S0 3
0.05} i LN ]
- -:‘7"‘:‘:/ ”‘Q:"\*s
olsazagEii=-" et
_005 1 1 1 1 1 1
1 2 3 4 5 6 7 8

Fig. 5.7. pdf estimées en fonction de d
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A partir de la figure (5.7) nous pouvons voir que le parameétre d influe surtout

au niveau des bornes du support d’'une part et d’autre part en augmentant d on

augmente le nombre d’ondulations.
La figure suivante montre I'amélioration qu’on peut avoir
I'estimation de la pdf directement, et surtout pour des fonctions

que la loi uniforme, triangulaire, ...etc.

Fonction de densité de probabilité Px estimée

en procédant a

non lisses telles

0.7 T T T T T

hist
s NN

------------- pdf réelle ||

0.5F

0.4

Px

0.3F

L ————————————

0.1F

Fonction de densité de probabilité Py estimée
0.45 T T T T T T T T T

-1.5

hist
s NN
""""""" pdf réelle

0.35f

0.3F

0.25f

Py

0.15f

0.05f

Fig. 5.8. pdf estimées (d = 2) pour les lois U[—4,—2] et N(5,1)

10

respectivement
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e Exemple 2

Dans cet exemple nous prenons un cas plus complexe de densité de
probabilité. Dans ce cas on considére une loi de probabilité, g(x), d’'un mélange de
lois de densités standards. i.e.,

1- g;(x) =0.5U[-4,-2] + 0.5N(5,1)

2- g,(x) = 0.25U[-2,—1] + 0.25 N (5,2) + 0.25U[1,2] + 0.25 N (5,~
g 4 4

La forme de g(x) est présentée par les figures ci-dessous

0.4r
hist
0.35F pdf réelle Unif
pdf réelle Norm
0.3F e NN : d=2, H=2
== NN : d=1, H=4
] 1
o2 !
< :
a
0.15r
0.1f
0.05
|
o \.
-0.05 ! ! !
-5 0 5 10

Fig. 5.9. Pdf estimée (g; (x)) pour différentes valeurs de d et H
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0.251
hist
e NN : d=6, H=4
S Pdf rée”e
0.2 K Y
Hl fi
i it
i i
ifi i
i ilt
0.15} ili i
il i
s R s
E ! i ;- \H\-E EE&H'.'.\_: !
1|l ileE t
5 G i L3 !
01 i | il || y
Rl i f !
M i1t il | Y
ffe i : i
L I I !
0.05 il il [¢ il[]
Y il il
a1 i|]][} i
HIIE IR (i
3 3 a1 i %
0 1 vl el [ e e 3 1 1
-15 -10 -5 0 5 10 15
X

Fig. 5. 10. Pdf estimée (g, (x)) pour les valeurs : d = 6 et H = 4

(f = sgm(.), comme fonction d’activation en couche de sortie)

5.2.3. Algorithme de I'IM sous contraintes

Les résultats trouvés dans la section précédente sont appliqués directement
dans l'algorithme de minimisation sous contraintes de I'information mutuelle, et
ceci en calculant les estimés des fonctions score marginales a partir des pdf

estimées. L’expression est donnée par I’équation suivante ( voir Chapitre (4))

T 5. (v
l/;y(y) = <l/jy1(y1)r ---,l/;yp (yp)) ou l/;yl(yl) = _pyi_(y‘)

ﬁyi(Yi)
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e Algorithme

e Initialisation: B =1,,A,,1;, , y=Bx
e while (objectif non atteint),
1. y=Bx
T
2. w= ((E[yf] — Dy, .., (E[y?] - 1)yp)

3. Calculer p,. (y;)) =N.(y), i=1,..,p.

~ _ _ﬁ};i(yi) .
4. Calculer ¥, (y,) = 500 ,i=1,..,p.
At (A _ _ .
5. —= E{y,(»)x"} - BT + 4diag(4,, ..., A,) E{wx"}

(k+1) — gl _ ﬂ
6. B B HiB
7. Fori=1:p
A8 =29 + uvar (y,) — 117
End for

e FEnd while.

5.2.4. Résultats de Simulation

e Simulation 1

Pour tester cet algorithme sur des mélanges linéaires, prenons |I'exemple de

deux signaux source s = (sy,5,)" et deux mélanges tels que :

s; = sin(5t)
s;~U[-1,1]
Et la matrice de mélange : A= (_128%}9 812)

Le nombre des échantillons est pris : N = 2000 .
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La figure ci-dessous présente les signaux sources, les mélanges et les signaux

estimés.

0.5H

-0.5fF

Signaux Sources Mélanges

T T T T T 4 T T T T T T
i ol 4
. ;' 0 .
i 2F 4

L L L L 4 L L L L L L
1 2 3 4 5 6 7 0 1 2 3 4 5 6 7

t t
4

i 2k 4
. Q 0 .
i 2F 4

4 L L L L L L
7 0 1 2 3 4 5 6 7

Signaux Estimés
2 T T T T T T

7
t
2 T T T T T T
1_ -
S of 4
Ak -
2 1 1 1 1 1 1
0 1 2 3 4 5 6 7
t

Fig. 5.11. Résultats de séparation : (H = 2,d = 2 pour |'estimation de la pdf)
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Fig. 5.12 montre les distributions des différents signaux. On peut remarquer

gue les signaux estimés sont indépendants.

Signaux Sources Signaux Estimés

Mélanges

1t
o8t ¥
o.e-’{_ v
0.41 52
0.2t

s2
o

0.2f
0.4f
0.6f &
0.8

Fig. 5.12. Distributions des différents signaux : sources, mélanges, et signaux estimés.

Rapport signal sur résidu
80 T T

S NR [dB]

O :: 1 1
0 50 100 150

Itérations

Fig. 5.13. Les SNRs des deux sources en fonction du nombre d’itérations
(SNR1 : Sourcel, SNR2 : Source?).
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sl

s2

-0.

0.

o

o

o

e Simulation 2

Dans cet exemple nous prenons deux autres signaux pour N = 2000.

s; = sin(5t)
{52 = tri(4t)

Et la matrice de mélange : A

Signaux Sources

(i o)
Mélanges

x1

T T T T T 2 T T T T T T
, 1} ,
, 0 ,
, b ,
! ! ! ! 2 ! ! ! ! ! !
1 2 3 4 5
t

L

X2

o
L

Signaux Estimés
2 T T T T T T

yl
o
1

y2
o
1

Fig. 5.14. Résultats de séparation : (H = 2,d = 2 pour I'estimation de la pdf)
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Signaux Sources

0.8

0.6

0.4

0.2

s2
)

-0.2[

0.4

-0.6[

-0.81

Mélanges

y2

-0.5F

-1.5F

15F

0.5F

Signaux Estimés

Fig. 5.15. Distributions des différents signaux : sources, mélanges, et signaux estimés.

Rapport signal sur résidu

35 . .
SNR1
2 SNR2
30f i
25 .

SNR[dB]

O 1

0 50

100

Itérations

150

Fig. 5.16. Les SNRs des deux sources en fonction du nombre d’itérations
(SNR1 : Sourcel, SNR2 : Source?).
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e Simulation 3
Nous considérons un mélange de 03 sources, telles que :
s; = sin(5t)

s, = tri(4t)
sz = carré(3t)

1 06 05
La matrice de mélange dans cet exemple est la suivante: A4 = (0.7 1 0.5)
05 1 0.8

Fig. 5.17 montre les résultats de séparation en présentant : les signaux sources, les

mélanges, et enfin les signaux estimés.

Signaux Sources

Mélanges
1 T T T T T 5 T T T T T T
-1 L L L L 5 L L L I I I
0 1 2 3 4 5 6 7 0 1 2 3 4 5 6 7
t
T T T T T T T

s2

s3

y2
(@]
1

'
N

y3
o
1

t

Fig. 5.17. Résultats de séparation : (H = 2,d = 2 pour 'estimation de la pdf)
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Rapport signal sur résidu

70 T T T T T T T T T
SNR1

601 SNR2 -
SNR3

S NR [dB]

_10 1 1 1 1 1 1 1 1 1
0 10 20 30 40 50 60 70 80 90 100

Itérations

Fig. 5.18. Les SNRs des trois sources en fonction du nombre d’itérations
(SNR1 : Sourcel, SNR2 : Source2, SNR3 : Source3).

A partir de la figure (5.18), nous pouvons dire que l'algorithme converge vers
les trois signaux sources a partir de l'itération 55, et dans ce cas les SNRs sont de

I'ordre de 35 [dB].

Contrairement aux mélanges linéaires ou la séparation des sources consiste a
estimer une matrice B telle que = Bx , les mélanges post-nonlinéaires, comme
déja vu, nécessite I'estimation de la transformation inverse G, telle que z = G(x),
avant de procéder a une séparation d’'un mélange linéaire. L'étape d’estimation

des nonlinéarités inverse est souvent appelée : Compensation des nonlinéarités.
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5.3.SEPARATION DES MELANGES PNL

Pour pouvoir estimer la transformation non linéaire inverse G de F conduisant
a I'estimation des signaux sources, on est obligé a choisir une fonction cout qui
dépend seulement de la fonction de densité de probabilité des sources.
L'information mutuelle, I'entropie, la néguentropie, les cumulants d’ordre

supérieur, sont des fonctions cout largement utilisées en littérature (voir Chapitre

(4)).

L'inverse des fonctions non linéaires dans Le modele PNL peut étre estimé en
utilisant un perceptron multicouche comprenant une seule couche cachée qui

contient un nombre de neurones égal au nombre de sources a restituer.

Pour ce type de mélanges le signal observé s’écrit :
x(t) = F(As@®))
x(t) = (x1 , X9, ...,xp)T : vecteur des observations a l'instant t
s(®) = (s1,52,..,5,) :vecteur des signaux sources  Iinstant ¢
A = [a];; : matrice de mélange de la partie linéaire

F : transformation non linéaire inversible de la partie non linéaire

Dans ce travail, on suppose que la transformation F est inversible, et que son
inverse F~1 peut étre approximé par un perceptron a deux couches (cachée +

sortie) tel que le vecteur de sortie y s’exprime (Fig.5.19) :

y=W;gW,x +8) ~ F1(x) (5.36)
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W, et W, sont des matrices carré qui contiennent les poids des connexions.

6 vecteur comprenant les biais de la couche cachée.

T o
g = (uy, .., u,) estune fonction sigmoide.

X w, u g(.+0) v w, y

\4

Fig. 5.19. Etage de séparation

X1

X2

Fig. 5.20. MLP modélisant I’étage de séparation (mélange PNL — p source)
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Les poids des connexions sont mise a jour en optimisant une fonction cout qui
dépend directement de la pdf de y. Cependant, il a été démontré dans la
littérature que I'estimation des sources peut étre achevée en maximisant leur

entropie [L1], ou en minimisant le critere de I'information mutuelle [NL12].
5.3.1. Maximisation de I’entropie

L'entropie différentielle, H,(y) = —E{lnpy(y)}, des sorties du systéeme de
séparation (Fig.5.19) est généralement non bornée, et donc la recherche d’un
maximum peut étre impossible. Alors, afin de chercher un maximum d’une
fonction bornée et étre sure que ce maximum existe, on applique la fonction

sigmoide aux sorties y :

z = (o), (3)) (5.37)

0;(y;) est une fonction sigmoide dérivable deux fois.

Donc

Hy(Z) = H,(v) + In|Wq| + X, E{lng; (y)} (5.38)

A partir des deux relations :

v = (g1Cuy +60), 0 (4 +6,)) = glu+6) (5.39)
et

u=W,x (5.40)
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Nous avons

H,() = H(x) + In|W,| + X1, E{ln g; (u; + 6,)}

(5.41)

Notons les matrice des poids par W, = [Wi’]‘-] , pour k =1,2. dans ce cas, le

. . dHz (Z R . N .
gradient stochastique azi ) peut étre calculé de la maniere suivante :
w

U

A partir de I’équation (5.90) nous avons :

0Hz(Z) _ [WI_T]ij + g; (}’i)v

awi} o; i) !

(5.42)

[WiT]; estl’élément de la i*™ ligne et la j°™ colonne de la matrice w;T = [w!]”

En forme compacte, 'équation (5.94) s’écrit

0H;(Z) _
aZ : — WIT q]l (y)vT
ou

" " T
W)= - (0w, 50
1) (alcyl) " o (vp)

(5.43)

Comme déja vu dans la section précédente (Fig. 5.9), si nous supposons que :

Fi” o) _ Ui” )

F(y) =y,0,(y) +y, pour y; #0, alors: Sreaair
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Donc, sans perte de généralité, on peut supposer que : g;(y) = ffw p;(r)dr,
ou p; sont quelques pdf. Cependant, W;(y) peut étre exprimée par la relation

suivante :

_ p1(y1) pz’?(yp)>T _ '
P (y) = (Pl(}’l)' ."'Pp(}’p) = (1/)1(}’1): ...,l/Jp(}’p))

Ou v, (y;) sont les fonctions score marginales.

A partir des expressions (5.90) et (5.93) nous avons

14 14
Hy(Z) = H,(x) + In|W,| + [n|W,| + Z E{lng,(u; + 6} + Z E{lno, ()}
i=1 i=1

(5.44)
0Hz(Z) _ Lo T T p dln o (v1)
W = WZ — ‘PZ(U)X + ZiZIW (5.45)
o W,(u) = — (g’{ W+ G (up+9p)>T
2 - g;(u1+61) P g;,(up+6p)
et
d i !
5 M}:z = wii, g (w + 6;)x, (5.46)
kl
Finalement
F) _
DB = w3 - W waT — DWW ()T (5.47)

Avec: D(u) = diag(g;(u;, + 6y), ...,g; (up + Hp) )
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- . 0H(Z
Et pour finir, on calcule I'expression %.

5} /
6—3;': = W,}igi(ui +6,) (5.48)

Et donc a partir des deux derniers termes de I’expression (5.96) on obtient

OH,(Z) _ g; wi+0) | «p  9x ) v

0, g, w+6)  “k=lo(y,) a6, (5.49)
En remplagant % par son expression de (5.48) on obtient :
0Hz(Z) _ g; wt8)  sp 9 W) 1 o o
20, g, (uit6) k=13 () wi; g; (u; +6;) (5.50)
0H;(Z) , , ) )
Sous forme compacte ——— est donné par I'expression suivante
oH
2D~ —w,(u) - DWW, (y) (5.51)

L’algorithme d’apprentissage non-supervisé se résume par les équations
finales suivantes :
dw, = n{wi" — ¥, (»)v'}

dw, = n{w;" — ¥, (wx" - D(WWI¥; (y)x"} (5.52)
do = —n{¥,(w) + DWWT®,(y)}

Notons bien que cet ensemble d’équations forme la solution d’un probleme

d’optimisation sans contraintes.

Pour le calcul de ¥;(y), nous utilisons le bagage développé dans la section

(5.2), par contre, W, (u) est calculée de la maniére suivante :
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Si nous prenons la fonction d’activation de la couche cachée telle que :

v = g(u) = tanh(u), alors

g (w) = tanh' () = 1 — tanh?(u) = 1 — v? (5.53)
Et
g () = tanh” (w) = 2tanh(u)(tanh?(u) — 1)
=2v(v* — 1) (5.54)
Et enfin
LW _ o (5.55)

La méme chose pour la fonction logistique :

v=g) = logsig(u), alors

g (w) = logsig (w) = (1 —v)v (5.56)
Et
g (W) =logsig" (W) = (1 = 2v)(1 = v)v (5.57)
Et donc
M =1-2v (5.58)
g (W)

Pour valider le développement précédent, prenons des exemples de
simulation ou nous pouvons voir les mélanges PNL ainsi que leurs transformations

inverses.
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5.3.2. Résultats de simulations (mélanges PNL)

e Simulation 4

Dans cet exemple nous considérons les mémes signaux sources que dans la

simulation 1 de la section précédente

s; = sin(5t)
s;~U[-1,1]
Le mélange PNL est de la forme :

x = tanh(As)

A est la matrice du mélange de la partie linéaire dont les éléments sont choisis

de maniére aléatoire d’une loi uniforme sur l'intervalle [—0.5, 0.5].

La figure (5.21) présente les signaux sources, les mélanges PNL, ainsi que

I'espace des différents types de signaux.
Dans la figure (5.22) nous présentons les signaux estimés.

La figure (5.23) montre les inverses estimés des nonlinéarités pour les deux
signaux mélanges en présentant aussi les inverses réels. On peut voir que les

estimés des deux fonctions inverses sont proche de celles réelles.
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yl

1.5

0.5

-0.5

-1.5

15

Fig. 5. 21. De haut en bas : sighaux sources, mélanges,
et espace des signaux sources et mélanges

Fig. 5. 22. Signaux estimés
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Fig. 5. 23. Nonlinéarités inverses : estimées et réelles
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e Simulation 5

Dans cet exemple de simulation nous prenons les mémes signaux sources
mélangés par la transformation PNL suivante et nous allons comparer notre

algorithme avec celui de FastICA :

x; = 0.1e; + e13

x, = 0.3e, + tanh(3e,)

e =As

Telle que : A= (_2'29 0'49)

1.84 041

La figure (5.24) présente la distribution (dispersion dans I'espace signal) des

signaux sources ainsi que leurs mélanges.

s2

Fig. 5. 24. Distribution des signaux sources et mélanges
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Apres apprentissage du réseau, nous avons eu les résultats suivants :

La figure (5.25) montre que les signaux estimés sont une copie des signaux
sources avec une tres légere erreur d’estimation, contrairement a I'algorithme

FastICA qui échoue a la restitution des signaux.

Signaux estimés Signaux estimés par |"algorithmeFastICA
2 T T T T T T 2 T T T T

yl

o =
1 1
yl

o =

LN
!
[

0 1 2 3 4 5 6 7 “o 1 2 3 4 5 6 7
t t
2 T T T T T T 4 T T T T T T
4 2t 4
. (';‘ 0 .
4 2F 4
2 1 1 1 1 1 1 4 1 1 1 1 1 1
0 1 2 3 4 5 6 7 0 1 2 3 4 5 6 7
t t

2_
15 Y. T e ‘e
&b AT TE e . o
S Y . clel P
. H o & Lo
b Tt s W
o S o0 i
i P
v oo
osf 2 ¢ o
i y
or % 3k
P i
;.,f,'..'. . ‘ .
0.5 %i-.. . o
Lerre s ’ : .o R
S} . . RN |
1k f;‘.‘ ;,‘l KR . . e Y
G S e
o.. Voo &%, :a,;s
15 Lo 1 1 1 1 1
115 1 0.5 0 0.5 1 15

Fig. 5.26. Distribution des signaux estimés
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On peut clairement voir, a partir de la figure (5.26), que les deux signaux

estimés sont pratiguement statistiquement indépendants.

La figure (5.27)

présente les fonctions nonlinéaires inverses estimées ainsi que celles réelles.

inverse de gl

inverse de g2

0.2

0.6

mrmem— inverse estimé

0.6

0.2

iverse réel

0.6

0.4

0.2

-0.2

s inverse estimé
iverse réel

-0.4r .

0.6 X

-0.81 S

mélange

Fig. 5.27. Nonlinéarités inverses : estimées et réelles
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e Simulation 6

Pour terminer, soit un dernier exemple, ou quatre signaux sources sont
mélangés de sorte a avoir un mélange PNL. Dans la partie linéaire la matrice de

mélange est la suivante

>
N
Il

Et X = Altanh(Azs)

Ou les éléments de A4 sont uniformément distribués sur I'intervalle [-1,1].

s; = sin(5t)
s, = tri(4t)

$= S3 = signe(sin(3t))
\s4~U[-1,1]

Dans la figure (5.28) sont présentés les quatres signaux sources ainsi que les

quatres différents mélanges.

-y
‘...
N
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sl

=

s2

s3

s4

—_
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N/

1

AVAVAYE

t

il

Fig. 5.28. De gauche a droite

Signaux estimés

Mélanges

x1
o

x2
o

x3
o

x4
o

: Signaux sources, et mélanges PNL

Signaux estimés par |"algorithme FasctICA

1 bl M T T T Al T
>0 J J M'
1 1 JM I [ T
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7 t
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1 2 3 4 5 6
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i 2
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1 2 3 4 5 6 7 0 1 2 3 4 5 6

Fig. 5.29. Signaux estimés par MLP et Signaux estimés par I’algorithme FastICA
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A partir de la figure (5.29) on remarque une légere déformation des signaux
estimés par rapport aux signaux d’origine. Cependant, malgré cette déformation
I'allure de ces signaux est tres claire et ils sont trés proches des sources. Mias, la
déformation présente dans les signaux restitués par I'algorithme FastICA est tres

importante et plus significative que 'algorithme présenté.

5.4. CONCLUSION

Ce chapitre regroupe toutes les contributions de ce travail de recherche. Nous
avons commencé par la modélisation des lois de probabilité par réseau de
neurones allant d’un neurone seule jusqu’au perceptron multicouches selon la
complexité de la loi de densité de probabilité. Cette modélisation est basée sur la
loi exponentielle dont le choix est justifié par le fait que les densités exponentielles
s’adaptent pour la modélisation de la plupart des densités usuelles (normale,
uniforme, exponentielles, ..etc.). Cette modélisation de loi de probabilité
marginale a été implantée dans un algorithme de séparation de source en
minimisant un critere d’information mutuelle sous contraintes utilisant les
fonctions scores marginales estimées a partir des pdf marginales. Les résultats de
simulation dans cette premiere partie montrent non seulement |'efficacité de la
modélisation neuronale des pdf, mais aussi la bonne qualité de séparation des

signaux sources a partir des mélanges linéaires.

La deuxieme partie de ce chapitre a été consacrée au développement d’un
algorithme d’apprentissage non supervisé basé sur descente de gradient en
utilisant un réseau de neurone de type perceptron multicouches a une seule
couche cachée. En se basant sur la fonction d’entropie des sortie du réseau, nous

avons établi les équations de mise a jour des poids de connexion et des biais du
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réseau afin d’aboutir a la valeur optimale de la fonction colt qui est le maximum
de I'entropie des sorties. Les résultats de simulation dans cette deuxieme partie,
montrent aussi I'efficacité de la modélisation neuronale de la partie séparante du
mélange post nonlinéaire en compensant les nonlinéarités de la partie linéaire et
en estimant la matrice de séparation de la partie linéaire. Ces résultats sont

vérifiés pour le cas de deux et de quatre sources.
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6.1.

CONCLUSIONS

Aujourd’hui, les réseaux de neurones artificiels ont de nombreuses

applications dans de variétés de secteurs :

Traitement d’images : reconnaissance de formes, classification, compression
d’images, reconnaissance de caracteres, etc.

Traitement du signal : traitement de la parole, identification de signaux,
filtrage, etc.

Optimisation : Allocation de ressource, planification, etc.

Contréle : Commande de processus, asservissement de robots, etc.

Simulation : Simulation de boites noires, prévision météorologique, etc.

L’architecture d’un réseau de neurones est |'organisation des neurones entre

eux au sein d’'un méme réseau. Autrement dit, il s’agit de la fagon dont ils sont

ordonnés et connectés.

Une nouvelle génération de réseaux de neurones, capables de traiter avec

succés des phénomenes non-linéaires : le perceptron multicouche (MLP : Multi
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Layer Perrceptron) qui ne possede pas les défauts mis en évidence par Minsky
(1969) a été introduite en 1986.

Dans ce travail, nous avons exploité la structure multicouche du MLP dans le
but de restituer des signaux mélangés ( linéairement et non linéairement) en ne
disposant que d’une seule connaissance a priori : I'indépendance statistique de ces
signaux sources, d’ou I'application des réseaux MLP en SAS.

Pour des mélange linéaires, un algorithme d’optimisation sous contraintes de
I'information mutuelle a fait appel a I'estimation des fonctions score marginales
déduites des fonctions de densité de probabilité marginales dont I'estimation a fait
appel a plusieurs idées de modélisation. Cependant, une modélisation des pdf
marginale par une structure MLP traduisant une loi exponentielle dont les
parametres ont été estimés de maniere non supervisée a été appliquée avec
succes. Les résultats de simulation ont montré une qualité d’estimation trés bonne
et un rapport signal sur résidus important.

Une deuxieme catégorie des mélanges nonlinéaires qui est largement
rencontrée dans des situations réelles est celle des mélanges Post-NonLinéaires
(PNL). Ce type de mélange qui présente un étage linéaire suivi d’'une
transformation nonlinéaire a été modélisé par un réseau MLP a une seule couche
cachée pour la compensation des nonlinéarités (estimation des fonctions
nonlinéaires inverses) d’une part, et pour restituer les signaux sources en
optimisant un critere de performance basé sur I’entropie des sortie de ce réseau
d’autre part. Les équations de mise a jour des poids et des biais ont été
développées a partir du critere de descente du gradient. Cet algorithme
d’apprentissage non supervisé maximisant I'entropie des sorties a donné de bons

résultats de simulations.
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6.2. PERSPECTIVES

Dans [l'algorithme de Babie-Zadeh [NL28, NL32], l'auteur fait appel a
I'estimation de la fonction score différentielle par les méthodes : Histogramme,
méthode du noyau, méthode de PHAM [L60] et enfin la méthode polynomiale.
Cependant, il serait tres intéressant de développer une méthode neuronale pour
I’estimation de la densité de probabilité conjointe multidimensionnelle.

Il serait aussi tres intéressant de prendre un nombre plus élevé de neurones
dans la couche cachée du réseau MLP (supérieur au nombre de sources), et de
développer les équations de mise a jour des parametres du réseau, ce qui pourrait
améliorer énormément la qualité d’estimation et la vitesse d’apprentissage.

Une derniere application qui est trés intéressante est celle de I'estimation des
directions d’arrivée par réseaux d’antennes. Dans cette discipline, peu de travaux
basés sur la modélisation neuronale ont été réalisés. Cependant, on peut envisager
quelques architectures de réseaux d’antennes et chercher une modélisation
neuronale qui prend en compte ces architectures ainsi que les fonctions cout

corresponda ntes.




Annexes

ANNEXES

ANNEXE A

e Matrice jacobienne
La matrice jacobienne est la matrice des dérivées partielles du premier ordre

d’une fonction vectorielle (multivariables).

Soit F une fonction d’un ensemble de R™ a valeurs dans R™. Une telle

fonction est définie par ses m fonctions composantes a valeurs réelles :

X1 fi(xg, o x)
Fe |l | —s | (A1)

Xn ﬁn(xb'"'xn)

Les dérivées partielles de ces fonctions en un point M, si elles existent,

peuvent étre rangées dans une matrice a m lignes et n colonnes, appelée matrice

jacobienne de F :

oh ofi
axy T oxy,
Jr(M) = - (A.2)
On  Um
axy 7 on

‘l—l
et
(o)
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ANNEXE B

e Information Mutuelle du modele PNL

L'information mutuelle du vecteur des sorties y peut étre décomposé sous la

forme suivante :
I(y; W;,W,,0) = —HW) — log|Wy| +X"_  H(y;) (B.1)

Pour que l'équation (B.1) soit utile, nous avons besoin de trouver un
estimateur des entropies marginales. On peut penser dans ce cas au

développement de Gram-Charlier [L54] :

HOW =~ A = tin(re) - L~ L3 ppi Loy ()
Ou
p§ =:7n§ ’ pf =:7n§ -3
avec
= E[5)']

Dans ce cas, I’équation (B.1) devient alors :
I(y; W, W,,0) =~ —H() — log|Wq| + X, _, H(yi) (B.3)

En combinant I’équation (5.41) du cinquieme chapitre et I’équation (B.3), nous

pouvons calculer les expression des gradients par rapport aux parametres du

résea ol ol et ol
u:—— ,—— — .
ow, ' ow, 00
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