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Introduction

L’optimisation vient du latin optimum qui signifie le meilleur. L’optimisation est une branche

des mathématiques, cherchant à modéliser, à analyser et à résoudre analytiquement ou nu-

mériquement les problèmes qui consistent à minimiser ou maximiser une fonction sur un

ensemble.

L’optimisation joue un rôle important en recherche opérationnelle (domaine à la frontière

entre l’informatique, les mathématiques et l’économie), dans les mathématiques appliquées

(fondamentales pour l’industrie et l’ingénierie), en analyse et en analyse numérique, en statis-

tique pour l’estimation du maximum de vraisemblance d’une distribution, pour la recherche

de stratégies dans le cadre de la théorie des jeux, ou encore en théorie du contrôle et de la

commande.

On s’intéresse dans ce mémoire au problème suivant :

min
u∈U

f(u)

oǔ f : U ⊂ Rn → R

Parmi les méthodes les plus utilisées pour résoudre des problèmes de ce type, on peut ci-

ter la méthode de faisceaux. Cette méthode est apparue pour résoudre les problèmes de

minimisation d’une fonction non continuement différentiable.

Le contenue de ce mémoire est divisé en deux chapitres :

Le premier chapitre est un chapitre de généralités qui permet de définir l’ensemble de nota-

tions et définitions que nous aurons besoin dans la suite.
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Introduction

Le deuxième chapitre est consacré aux méthodes d’optimisation non différentiable de type

"Boîte noire" et particuliérement à la méthode de faisceaux.
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Chapitre 1

Motivations et notations principales

1.1 Introduction

Dans ce chapitre, on rappelle les outils de l’optimisation convexe pour une fonction différen-

tiable. [16],[10],[6]

1.2 Motivations et notations principales

1.2.1 Elèments d’analyse convexe

- Un ensemble S de Rn est convexe si et seulement si,

∀ (x, y) ∈ S2 : λx+(1− λ) y ∈ S , ∀λ ∈ [0, 1]

Fig. 1.1 —Ensemble convexe S
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Chapitre 1. Motivations et notations principales

Fig. 1.2 —Ensemble non convexe S′

- Une fonction f de Rndans R est convexe si pour tout x, y ε Rn et λ ε [0, 1] l’inégalité

suivante est vérifée :

f (λx+ (1− λ) y) � λf (x) + (1− λ) f (y)

Soit f dérivable sur un intervalle I

- La fonction f est convexe sur I si, sur l’intervalle I, sa courbe représentative est entièrement

située au-dessus de chacune de ses tangentes.

Fig. 1.3 — Fonction convexe

- f est dit strictement convexe si pour tout x, y ε Rn , x 6= y , et pour tout λε [0, 1], on a

f (λx+ (1− λ) y) ≺ λf (x) + (1− λ) f (y)

Fig. 1.4 — Fonction strictement convexe
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Chapitre 1. Motivations et notations principales

- f est dit concave si −f est une fonction convexe.

- f est concave sur I ( f dérivable sur I) si, sur l’intervalle I, sa courbe représentative est

entièrement située en dessous de chacune de ses tangentes.

Fig. 1.5 —Fonction concave

1.2.2 Problème d’optimisation

Soit U ⊂ Rn,et f : U → R f une fonction de U dans R.

Un problème d’optimisation est tout problème de la forme :

Trouver x∗ telque :

x∗ ∈ U et f(x∗) = minxεUf (x) (1,1)

- Si U et f sont convexes alors le probléme est convexe.

L’optimisation intervient dans de nombreux domaines :

• En recherche opérationnelle (probléme de transport, économie, gestion de stocks...).

• En analyse numérique (approximation, résolution de systémes linéaires, non linéaires...).

• En automatique (modélisation de systémes, filtrage...).

• En ingénierie (dimensionnement de structures, conception optimale de systémes (réseaux,

ordinateurs...)).

5



Chapitre 1. Motivations et notations principales

1.2.3 Rappels de calcul différentiel

Dérivée partielle

Soit f : Rn → R une fonction continue. la fonction notée ∂f (x) /∂xi est appelée iiéme dérivée

partielle de f et est définie par

∂f (x)

∂xi
= lim

α→0

f (x1, ...., xi + α, ....., xn)− f (x1, ...., xi, ....., xn)

α

Gradient

Soit f :Rn → R une fonction continue . La fonction notée ∇f (x) :Rn → Rn est appelée le

gradient de f et est définie par

∇f (x) =



∂f(x)
∂x1

.

.

.

.

.

∂f(x)
∂xn


Par exemple, si f (x1, x2, x3) = ex1 + x2

1x3 − x1x2x3, le gradient de f est donné par

∇f (x1, x2, x3) =


ex1 + 2x1x3 − x2x3

−x1x3

x2
1 − x1x2


Dérivée directionnelle

La dérivée directionnelle de f en x dans la direction d est donnée par :

lim
α
�→0

f (x+ αd)− f (x)

α

La dérivée directionnelle est le produit scalaire entre le gradient def et la direction d ∈ Rn ,

c’est-à-dire ∇f (x)T d.

6



Chapitre 1. Motivations et notations principales

Fonction différentiable

Soit x0 ∈ U . On dit que J est différentiable en x0 s’il existe une application linéaire L : Rn →

R tel que au voisinage de x0 l’on ait

J(x0 + h)− J(x0) = L(h) + 0(|h|)

on la note par DJ(x0).

-Si la dérivée directionnelle de f dans la direction d existe, alors la fonction f est dite

différentiable.

Matrice hessienne

La matrice hessienne de f en x est définie par

∇2f (x) =



∂2f(x)

∂x21

∂2f(x)
∂x1∂x2

... ... ... ∂2f(x)
∂x1∂xn

∂2f(x)
∂x1∂x2

∂2f(x)

∂x22
... ... ... ∂2f(x)

∂x2∂xn

. . ... ... ... .

. . ... ... ... .

. . ... ... ... .

∂2f(x)
∂xn∂x1

∂2f(x)
∂xn∂x2

... ... ... ∂2f(x)
∂x2n


La matrice hessienne est toujours symétrique.

Par exemple, si f (x1, x2, x3) = ex1 + x2
1x3 − x1x2x3, le hessien de f est donné par

∇2f (x1, x2, x3) =


ex1 + 2x3 −x3 2x1 − x2

−x3 0 −x1

2x1 − x2 −x1 0


Fonction de classe C1

Soit U un ouvert de Rn, J : U → R. Si toutes les dérivées partielles de J existent et continues

sur U on dit que J est de classe C1 sur U , et on écrit J ∈ C1 (U).

Soit U un ouvert de Rn, J : U → R et x0 ∈ U . Si J est différentiable en x0 alors :

a) J est continue en x0

7



Chapitre 1. Motivations et notations principales

b) J admet toutes les dérivées directionnelles en x0 et sa différentielle est donnée par :

DJ(x) : Rn → R

: h = (h1, ...., hn) 7→ ∂x1J (x1)h1 + ....+ ∂xnJ (xn)hn = ∇J (x0) .h

1.2.4 Existence et unicité d’un point de minimum

Fonctions coercives

Soit Ω un ensemble non borné et f : Ω → R. On dit que f est coercive sur Ω si on a

lim f (x) = +∞

x ∈ Ω, ‖x‖ → +∞

Fig. 1.6 — Exemple de fonction coercive f(x) = ‖x‖2

Les minimums locaux et globaux

Soit U ⊂ Rn , x∗ ∈ U et f : U → R.

On dit que x∗ est un point de minumum global de f sur U si

8



Chapitre 1. Motivations et notations principales

f (x) < f (x∗), ∀x ∈ U

On dit que x∗ est un point de minumum local de f sur U si ∃V voisinage de x∗ dans Rn , tel

que

f (x) < f (x∗), ∀x ∈ U ∩ V

Fig. 1.7 —Minimum et maximum locaux et globaux

Fig. 1.8 — la fonction x → x2 présente un minimum global strict en 0

Théorème 1.1 ( Théorème de Weierstrass)

Soit f une fonction continue sur U ⊂ Rn avec U fermé borné. Alors

∃ x0 ∈ U tel que f(x0) = minx∈U f(x)

9



Chapitre 1. Motivations et notations principales

∃ x1 ∈ U tel que f(x1) = maxx∈U f(x)

Cela signifie que f est bornée sur U (f (x0) ≤ f(x) ≤ f(x1)) et atteint ses bornes. Le maxi-

mum et le minimum sont atteints dans ce cadre-là.

Théorème 1.2 (Existence)

Soit U ∈ Rn un ensemble non-vide et fermé et f : U → R une fonction continue. On suppose

-Soit U est borné

-Soit U est non bornée et f est une fonction coercive.

Alors il existe au moins un point de minimum de f sur U (c’est à dire, ∃x∗ ∈ U tel que

f (x∗) ≤ f (x) , ∀u ∈ U )

Preuve. On distingue deux cas :

Cas 1 : L’ensemble U est borné.

Alors comme U est aussi fermé,U est compact. Commef est continue, le Théorème de Weiers-

trass nous assure quef est bornée sur U et elle atteint ses bornes. Donc il existe au moins un

point de minimum absolu de f sur U .

Cas 2 : L’ensemble U est non borné.

Soit a ∈ U et considérons l’ensemble

E = {x ∈ U, f (x) ≤ f (a)} Remarque : a ∈ E.

Il est facile de montrer :

1. E est fermé

(car E = f−1(]−∞, f(a)]) donc E est l’image inverse d’un intervalle fermé par une fonction

continue)

2. E est borné

(supposons le contraire : alors il existe une suite xk ∈ E avec ‖xk‖ → +∞ pour k → +∞.

Comme f est coercive, ceci entrainne f (xk) → +∞ ce qui est absurde, car f (xk) ≤ f (a) ,

∀k ∈ N.)

On déduit alors que E est un ensemble compact dans Rn. Du Théorème de Weierstrass,

∃u∗ ∈ E tel que

f (x∗) ≤ f (x) , ∀x ∈ E

10



Chapitre 1. Motivations et notations principales

Mais d’autre part, on a

f (x∗) ≺ f (x) , ∀u ∈ U − E

(car f (x∗) ≤ f (a) ≺ f (x) ,∀x ∈ U − E)

Ceci prouve que x∗ est un point de minumum absolu de f sur U , ce qui finit la preuve.

Théorème 1.3 (Unicité)

Soit U ⊂ Rn un ensemble convexe et f : U → R une fonction strictement convexe. Alors il

existe au plus un point de minimum de f sur U .

Preuve.On va raisonner par absurd. Soient x1, x2 ∈ U avec x1 6= x2 deux points de minimum

de f sur U . Nous avons donc :

f (x1) = f (x2) ≤ f (x) , ∀x ∈ U . (*)

Commef est strictement convexe, on a

f
(

1
2
x1 + 1

2
x2

)
≺ 1

2
f(x1) + 1

2
f(x2) = f (x1)

(car f (x1) = f (x2)) et ceci contredit (*).

Remarques sur l’existence et l’unicité La question de l’existence et de l’unicité d’un

minimiseur x∗, pour le probléme (1, 1) est délicate. On peut retenir comme principe général

que la compacité fournit des résultats d’existence,et la convexité un cadre favorable pour

l’unicité.

Théorème 1.4 Si f est continue et A est compact, alors le probléme (1, 1) admet au moins

une solution.

Preuve.On considére (xn) une suite minimisante, i.e. xn ∈ A et f(x) converge vers la borne

inférieure infAf de f sur A (éventuellement égale a −∞ ). Par compacité, on peut supposer

que (xn) est convergente, quitte a extraire ; notons x∗ la limite. Par continuité de f , il vient

que infAf = f(x∗) = minA f .

Théorème 1.5 Si f est continue et coercive, i.e. infinie à l’infini :

11



Chapitre 1. Motivations et notations principales

lim f(x) = +∞

‖x‖ → ∞

alors le probléme(1, 1) admet au moins une solution.

Preuve.Soit x0 ∈ A et m = f(x0). Par coercivité de f , il existe une boule B centrée en x0

en dehors de laquelle f est strictement supérieure à m. Ainsi les bornes inférieures de f sur

A et sur A ∩ B sont les memes. Le résultat précédent appliqué à A ∩ B , compact , permet

de conclure.

Théorème 1.6 Si A est convexe et f strictement convexe, alors le probléme (1, 1) admet au

plus une solution.

Preuve.Supposons que x∗1 et x
∗
2 soient deux solutions distinctes, alors x∗ = (x∗1 + x∗2)/2 ∈ A

et par stricte convexité de f ,

f(x∗) ≺ f(x∗1) + f(x∗2)

2
= min

A
f

qui fournit une contradiction.

1.2.5 Sous-gradient et Sous-différentiel

Fig. 1.9 —Exemple de sous-gradient d’une fonctionnelle

12



Chapitre 1. Motivations et notations principales

Définition 1.1 Soit f : U → R une fonction convexe. On dit que le vecteur v ∈ Rn est

sous-gradient de fau point x∗ ∈ U si

∀x ∈ U, f(x) ≥ f(x∗) + 〈v, x− x∗〉

L’ensemble de tous les sous-gradients en x∗ est appelé sous-différentiel de f et noté par

∂f(x∗).

Exemple 1.1 Soit f : x ∈ R 7→ |x|. Calculons les sous-gradients de f en tout point x

de R. Dans R2, les hyperplans d’appui sont des droites et les sous-gradients associés leurs

coeffi cients directeurs.

∂f(x) =


{−1} si x ≺ 0

{1} si x � 0

[−1, 1] si x = 0

Fig. 1.10 —f(x)=|x|

Règles de calcul sous-différentiel

Lemme 1.1 Soit f une fonction convexe. on a :

i)Si f est différentiable sur son domaine, alors :

∀x ∈ int(dom(f)), ∂f(x) = {∇f(x)} .

ii)Si dom(f) ⊆ Rn, A : Rm → Rn un opérateur linéaire et b ∈ Rn, alors la fonction ϕ(x) =

f(Ax+ b) est convexe et :

∀x ∈ int(dom(ϕ)), ∂ϕ(x) = A>∂f(Ax+ b)

13



Chapitre 1. Motivations et notations principales

iii)Si f(x) = α1f1(x) + α2f2(x) avec f1et f2 convexes sur Rn et (α1, α2) ∈ R+ × R+. Alors :

∂f(x) = α1∂f1(x) + α2∂f2(x)

= {η ∈ Rn,∃(x1, x2) ∈ ∂f1(x)× ∂f2(x), η = x1 + x2} .

iv)Soit g : R ∪ +∞ → R ∪ +∞ une fonction convexe croissante. Notons : h = gof. Alors

∀x ∈ int(dom(f)),

∂h(x) = {η1η2/η1 ∈ ∂g(f(x)), η2 ∈ ∂f(x)} .

Direction de descente

Les algorithmes utilisés pour résoudre des problémes d’optimisation non-différentiable ne

différent pas beaucoup, au premier abord, des algorithmes standard. A l’itération l-iéme, ils

consistent schématiquement en la recherche d’une direction de descente dl et d’une longueur

de pas tl � 0 . Le nouvel itéré s’obtient ensuite par xl+1 = xl + tld
l

Fig. 1.11 —Direction du sous-gradient

1.2.6 Condition d’optimalité

La condition d’optimalité pour un point x̄ s’écrit a l’aide de l’une des trois propriétés equi-

valentes :

14



Chapitre 1. Motivations et notations principales


i) f(x) ≥ f(x̄) pour tout x ∈ RN

ii) 0 ∈ ∂f(x̄),

iii) f ′(x̄, d) ≥ 0 pour tout d ∈ RN

15



Chapitre 2

Méthode de faisceaux

2.1 Intoduction

Dans ce chapitre, nous nous intéressons aux méthodes d’optimisation adaptées au cas où la

fonction f à minimiser est convexe mais non différentiable.

Les méthodes de faisceaux sont considérées parmi les plus effi caces pour la résolution de

probléme non-différentiables [9],[11],[12].

2.2 Pourquoi des méthodes spéciales ?

L’optimisation différentiable présente des pièges dans lesquels un utilisateur non averti pour-

rait tomber :

1. Piège du test d’arrêt La condition "‖gk‖ ≤ ε, gk ∈ ∂f(x)", traduite directement de la

condition "∇f(x) ≤ ε" dans le cas différentiable, peut ne jamais être vérifiée. Prenons par

exemple : f(x) = |x|, x ∈ R. Tant que xk 6= 0 (l’optimum global) :

∂f(xk) = {1,−1}.

2. Piège des sous-gradients approchés En pratique, le gradient (et même la fonction

elle-même) n’est pas toujours calculé exactement : il est souvent obtenu par différences finies.
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Cette approche n’est plus valable quand le sous-gradient n’est pas continu.

Ex : f(x) =

 x2 si x ≥ 0

−x si x ≤ 0
Par différence finie autour de 0,On obtient :

∀h � 0,
f(h)− f(0)

h
= h � 0,

alors que ∂f(x) = [−1, 0] . Donc h /∈ ∂f(0).

3. Malédiction du sous-différentiable L’application x 7→ ∂f(x) n’étant pas continue,

une petite variation de xk peut entrainer de grandes variations de ∂f(xk).

Basé sur l’information disponible du sous-différentiel, le calcul d’une direction de recherche

dk peut varier énormément et produire des xk+1 très différents.

2.3 Méthodes de descente

La philosophie des méthodes dites de descente est de générer une séquence {xk} telle que

chaque itération garantit une diminution de f . Essentiellement, pour tous les non optimaux

xk (0 /∈ ∂f(xk)), il existe une direction de descente dk, qui correspond à la séparation stricte

des ensembles{0} et ∂f(xk).

Fig. 2.1 —Directions de descente

Shéma algorithmique le schéma algorithmique de la plupart des méthodes de descente

est le suivant :
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2.3.1 Modèle de descente

prendre x1 ∈ Rn et fixe, k = 1.

Étape 1 (test d’arrêt formel). Si 0 ∈ ∂f(xk), arrêter.

Étape 2 (descente). Trouvez une direction de descente dk de f en xk.

Étape 3 (recherche en ligne). Trouvez une taille de pas tk � 0 telle que f(xk+ tkd
k) ≺ f(xk).

Étape 4 (boucle). Définir xk+1 := xk + tkd
k. Changer k en k + 1, aller à 1.

2.4 Instabilité de la méthode de la plus profonde des-

cente

Dans cette méthode, la direction de descente est just l’opposée d’un sous gradient particulier

dk = − γk

‖γk‖ où γk ∈ ∂f(xk)

Ici, l’algorithme souffre de deux désavantages ce qui les rend ineffi caces :

1-Le calcul d’une direction de descente nécessite la connaissance de l’ensemble du sous-

différentiable, et ceci à chaque itération.

2-La séquence {xk} peut osciller et converger vers un point non optimal. Ce phénomène de

zigzag est démontré dans l’exemple ci-dessous.

Exemple 2.1 (4) On considère dans R2 le problème min-max avec une fonction objective

définie comme :

f(x) = max{f0(x), f−1(x), f−2(x), f1(x), f2(x)},

où f0(x) = −100; f±1(x) = 3x1 ± 2x2; f±2(x) = 2x1 ± 5x2.

La valeur optimale est f̄(x) = −100, et l’ensemble (infini) de minimisateurs est

{
(x1, x2) ∈ R2 : x1 ≤ −50 et |x2| ≥ 0.4x1 + 20

}
,
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C’est-à-dire, la région oŭ f0 est active. la Figure (2.2) montre les régions oŭ les fonctions fj

sont actives ; les lieux des plis , en gras dans la Figure, est composés des demi-lignes :

Fig. 2.2 —Fonction minimax

K02 := {x : f(x) = f0(x) = f2(x)} = {(x1, x2) : x2 = −20− 0.4x1},

K0−2 := {x : f(x) = f0(x) = f−2(x)} = {(x1, x2) : x2 = 20 + 0.4x1},

K12 := {x : f(x) = f1(x) = f2(x)} = {(x1, x2) : 3x2 = x1},

K−1−2 := {x : f(x) = f−1(x) = f−2(x)} = {(x1, x2) : −3x2 = x1},

K±1 := {x : f(x) = f1(x) = f−1(x)} = {(x1, x2) : x2 = 0, x1 ≥ 0},

K±2 := {x : f(x) = f2(x) = f−2(x)} = {(x1, x2) : x2 = 0,−50 ≤ x1 < 0}.

L’application de la méthode de la plus profonde descente , nous donne une séquence {xk =

(33−k, (−1)k32−k)}k≥1 qui converge trés lentement vers 0 , qui est non-optimal et la Figure

(2.3) nous montre le flagrant zigzag entre les deux droites K12 et K−1−2

Fig. 2.3 —Trajection du zigzag
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2.5 Méthodes Black-box "boite noire"

Les méthodes de boite-noire sont des algorithmes définis sur la connaissance de la valeur de

la fonction objective et just un élément de l’ensemble de sous-différentiable.

Fig. 2.4 —Black-box

La routine de boîte-noire affi chée dans la Figure 2.4 est aussi parfois appelée oracle ou

simulateur. Les algorithmes seront construits sur la base de cette seule information, donnée

par l’utilisateur, et ils viseront à être des schémas de descente.

Cependant, en raison du peu d’information disponible, les algorithmes peuvent ne pas tou-

jours être en mesure de produire des directions de descente.

Le terme "boîte noire" vient du fait que les méthodes d’optimisation génèrent une séquence

de minimisation indépendamment de la façon dont les calculs sont organisés pour obtenir

f(x) et s(x).

2.5.1 Méthode de sous-gradient

Les méthodes de sous-gradients sont l’une des méthodes de "boites noires", elles sont une

généralisation naturelle des méthodes de gradient au cas non differentiable, en remplacant le

gradient par un sous-gradient arbitraire [ 4 ],[18],[17].

2.5.2 Méthode de plans sécants

On considére dans cette section une fonction f : Rn → R ∪ {+∞}, convexe propre. On

rappelle qu’un élément r du sous-différentiel de la fonction f au point x vérifé par définition :
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f(y) � f(x) + 〈r; y − x〉 ∀y ∈ Rn

et donc que y 7→ f(x) + 〈r; y−x〉 est une minorante affi ne exacte au point x de la fonction f .

Une telle minorante affi ne sera appelée coupe de la fonction f au point x et est caractérisée

par le couple (x, r).

Approximation tangentielle

Soit {xi}i∈[0,p] un sous-ensemble discret de points de Rn, tel que la fonction f soit sous-

diérentiable en chacun des points xi. Pour tout i ∈ [0, p], on suppose connus la valeur f(xi)

ainsi qu’un élément ri dans le sous-différentiel ∂f(xi).

Définition 2.1 On appelle approximation tangentielle de f basée sur les points {xi}i∈[0,p] la

fonction f̂p définie par :

f̃p (x) = max
i∈[0,p]

{f(xi) + 〈ri, x− xi〉}

On note Cp = {(x0, y0) , ....., (xp, yp)} l’ensemble des coupes constituant cette approximation.

Une approximation tangentielle f̃p de f est donc l’enveloppe supérieure de p coupes de la

fonction f . Elle vérife les propriétés suivantes.

Proposition 2.1 1. Soit p ∈ N. La fonction f̃p est convexe, vérife pour tout x ∈ Rn :

f̃p(x) ≤ f(x) et donc inf
x∈Rn

f̃p(x) � inf
x∈Rn

f(x),

on a :

f̃p(x
i) = f(xi) ∀i ∈ [0; p].

2. Soient p1 et p2 tels que 0 ≤ p1 ≤ p2, avec Cp1 ∈ Cp2 . Alors, pour tout x ∈ Rn, on a :

f̃p1(x) ≤ f̃p2(x) et donc inf
x∈Rn

f̃p1(x) ≤ inf
x∈Rn

fp2(x).
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Preuve.La preuve est une conséquence immédiate des définitions de l’approximation tan-

gentielle et du sous-différentiel.

Commentaires.

1. L’approximation tangentielle permet d’approcher�par en-dessous� une fonction f convexe

à l’aide d’une fonction linéaire par morceaux.

2. Plus on augmente le nombre p de coupes constituant l’approximation tangentielle, et plus

la fonction f̃p s’approche de la fonction f .

La figure suivante illustre la notion d’approximation tangentielle pour une fonction V .

Fig. 2.5 —Exemple d’approximation tangentielle

Les méthodes des plans sécants, utilisent les valeurs

fi = f(xi) et si = s
(
xi
)
, pour i = 1, ..., k

obtennes, pour construire pour f̃ le modèle suivant à la pièce-affi ne pour f :

f̃k (x) = max
i=1,...,k

{
fi +

〈
si, y − xi

〉}
.

La minimisation du modèle f̃k, sur un ensemble compact convexe S, à déterminer avant

de commencer la méthode, donne le nouvel itération xk+1. La Figure 2.6 montre des plans

sécants différents pour une fonction (lisse) f .
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Fig. 2.6 —Itérations de plans sécants

Algorithme 2.1 (plans-sécants). Soit tol ≥ 0 une tolérance d’arrêt donnée et soit S = /c un

ensemble convexe compact contenant un point minimum de f . Choisir x1 ∈ S et fixer k = 1.

Définir f̃0 ≡ −∞.

Étape 1 (Appel à la boîte-noire - test d’arrêt ). Appeler la boîte noire de la Figure 2.4 avec

x = xk Calculer

δk = f
(
xk
)
− f̃k−1

(
xk
)
. (1.1)

Si δk ≤ tol, stop

Étape 2 (Direction de descente du candidat). Trouver

dk ∈ Argmin f̃k(x
k + d)

xk + d ∈ S

Étape 3 (taille de pas). Prendre tk = 1.

Étape 4 (boucle). Définir xk+1 = xk + tkd
k. Changer k en k + 1, aller en 1.

2.5.3 Quelques remarques sur l’algorithme

- Pour simplifier, L’étape 2 peut être remplacée par

xk+1 ∈ Argmin
y∈S

f̃k(y) (1.2)
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et l’étape 3 peut être supprimée

- Comme dans les méthodes de sous-gradient, la séquence générée par l’algorithme n’a pas

nécessairement des valeurs d’objectif décroissantes f(xk). Un exemple simple de cette situa-

tion apparaît à la Figure 2.7 , qui illustre un zoom de la Figure 2.6. Fondamentalement, plus

un optimum est xk (x4 dans la figure), le pire sera la prochaine itération. En conséquence, le

minimiseur xk+1 du modèle est éloigné du minimum de f (x5 dans la Figure).

Fig. 2.7 —Itérations de plans de coupe près d’un minimiseur

Les méthodes des faisceaux, proposent des variantes pour forcer la diminution de f, tout en

conservant l’idée du modèle, importante pour arrêter les tests.

Théorème 2.1 (4) Considérons la séquence {xk} générée par l’algorithme 2.1.

(i) Si l’algorithme boucle pour toujours (k →∞), alors

lim
k→∞

f̃k−1(xk) = f̄ = lim
k→∞

f̄k = lim
k→∞

inf f(xk).

Par conséquent, l’algorithme 2.1 est garanti de s’arrêter à une certaine klast d’itération chaque

fois que tol > 0.

(ii) Si la séquence est finie, son dernier élément, xklast est optimal :

f(xklast) ≤ f̄ + tol.
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2.5.4 Stabilité de la méthode

- Les méthodes des plans-sécants ont de bonnes propriétés de convergence pour les fonctions

dont le graphe est en forme de V, ou des fonctions pointues . En particulier, pour les fonctions

polyédriques.

- Pour les fonctions générales, cependant, l’algorithme des plans-sécants peut présenter des

instabilités et un mauvais comportement numérique. Comme le montre graphiquement la

Figure 2.5.

2.6 Les méthodes des faisceaux

Aucune des méthodes de la boîte noire considérées jusqu’à présent ne sont des schémas de

descente. Seule la méthode la plus profonde descente garantit une diminution de la fonction

objective à chaque itération. Cependant, il nécessite une connaissance complète de ∂f , et

peut être une piégé à des plis non optimaux.

Nous concentrons maintenant notre attention sur une famille de méthodes de boîte noire qui

combinent les propriétés de descente et de stabilité, appelées méthodes des faisceaux, parce

qu’elles gardent la mémoire des itérations passées dans un faisceau d’informations :

B = {fi, yi, si, i = 1, ..., k} et xk, le point avec la meilleure valeur objective.

2.6.1 Stabilisation

Afin de générer des points candidats et de sélectionner des centres de stabilité, nous définissons

des sous-problèmes en modifiant (1.2) dans l’algorithme 2.1, en suivant certains principes de

stabilisation déterminés par :

(i) Le choix d’un modèle ϕk, qui se rapproche de f (par exemple, ϕk = f̃k).

(ii) Le choix d’un centre de stabilité xk, pour lequel f(xk) est la "meilleure" valeur obtenue

jusqu’ici et à partir de laquelle la diminution de f sera mesurée.

(iii) Le choix de la normalisation |.|k pour éviter de grandes oscillations.
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Nous utilisons ces éléments pour définir un sous-problème stabilisé, dont la solution yk+1

n’est considérée que comme un candidat à la diminution.

Algorithme 2.2 (des faisceaux)

Soient tol ≥ 0 et m ∈]0, 1[ deux paramètres. Choiser x1, appele la boîte noire de la Figure

2.4 avec x = x1, construise le modèle ϕ1, et définir les paramètres de l’algorithme, tels que

|.|1. Définir k = 1 et δ1 =∞.

Étape 1 (test d’arrêt réalisable). Si δk ≤ tol, arrêter.

Étape 2 (candidat). Résoudre

yk+1 ∈ Argmin probléme stable (ϕk, x
k, |.|k), et (1.3)

Définir δk+1 = δ(ϕk, x
k, |.|k, yk+1) ≥ 0.

Étape 3 (appeler la boîte noire - évaluer le candidat). Appeler la boîte noire de la figure 2.4

avec x = yk+1.

Test de descente :

f(xk)− f(yk+1) ≥ mδk+1?

 Oui : xk+1 := yk+1(étape de descente)

Non : xk+1 := xk (pas nul) .

Étape 4 (amélioration de la boucle du modèle). Annexer yk+1 au modèle, c.-à-d. Définir les

paramètres de l’algorithme pour l’itération suivante, tels que |.|k+1. Passer k à k + 1, passer

à l’étape 1.

L’ensemble des indices k pour lesquels une nouvelle descente-étape est effectuée est indiqué

parKs. En particulier, lorsqu’il y a dans la nuit beaucoup de marches de descente, la séquence

in nite {δk}k ∈ Ks est convergente, chaque fois que (8.1) a des minimisateurs.

Lemme 2.1 Considérer l’algorithme 2.2 et on suppose que (k →∞). on note f∗ := limk∈Ks f(xk)
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et on assume f∗ � −∞. alors

(0 ≤)
∑
k∈Ks

δk ≤
f1 − f∗
m

.

Ce résultat simple est utile pour prouver la convergence chaque fois que l’algorithme génère

un nombre infnite d’étape.

2.6.2 Quelques exemples de problèmes stabilisés

Les exemples suivants sont des formes particulières de sous-problèmes. Chaque variante est

caractérisée par un paramètre, à mettre à jour, à chaque itération de l’étape 4. Nous n’allons

pas expliquer ici comment choisir le modèle ϕk et la normalisation | . |k Plus de détails voir

le Chapitre 10 section 3 de [ 4].

Exemple 1 : (Région de confiance)

Ayant le paramètre kk > 0. Le sous-problème stabilisé à résoudre à l’étape 2 est :

yk+1 solution à

 minϕk(y)∣∣y − xk∣∣2
k
≤ kk .

et δk+1 := f(xk)− ϕk(yk+1). La région de confiance est gérée de telle sorte que le paramètre

kk → 0 lorsque k →∞.

Exemple 2 : (Niveaux)

Avoir le paramètre lk , le sous-problème (1.3) est le suivant :

yk+1 solution à

 min 1
2

∣∣y − xk∣∣2
k

ϕk (y) ≤ lk.

La diminution nominale δk+1 est la même que dans l’exemple précédent.
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2.6.3 Implémentation

Le lien suivant est un lien de téléchargement de codes d’optimisation non différentiable par

différentes méthodes

http ://napsu.karmitsa.fi/nsosoftware/

Par la méthode de faisceaux, on peut citer les codes suivants

• PBNCGC est une implémentation de la méthode de faisceaux la plus fréquemment

utilisée [15].

• PNEW est un solveur de la méthode de faisceaux-Newton pour un problème sans

contraintes et avec contraintes linéaire [13].

• LMBM est une implémentation d’une méthode de faisceaux spécifiquement dévelop-

pée pour les problèmes non différentiable à grande échelle [8] .
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Conclusion

Les problèmes d’optimisation non différentiable sont en général très diffi ciles à résoudre.

Les méthodes de sous-gradients et les méthodes de faisceaux sont deux grandes familles de

méthodes de résolution. En 2001, les méthodes de faisceaux sont considérées comme “l’outil le

plus effi cace et le plus prometteur pour l’optimisation non différentiable”[14], parce qu’elles

combinent les propriétés de descente et de stabilité. Ces méthodes sont basées sur la méthode

des plans sécants et cette dernière peut être très instable et avoir de mauvaises performances

numériques (Figure 2.7).
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Annexe B : Abréviations et Notations

Les différentes abréviations et notations utilisées tout au long de ce mémoire sont expliquées

ci-dessous.

‖ . ‖ : Désigne la norme eucludienne dans Rn

∂f(x) : Sous-différentiel de la fonction f .en x.

∇f(x) : Le gradient de la fonction f.en x.

C1 : L’ensemble des fonction différentiable et les dirivées premiers continue.
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